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强化学习与自适应动态规划:从基础理论到
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摘 要: 近年来,强化学习与自适应动态规划算法的迅猛发展及其在一系列挑战性问题 (如大规模多智能体系统
优化决策和最优协调控制问题)中的成功应用,使其逐渐成为人工智能、系统与控制和应用数学等领域的研究热
点.鉴于此,首先简要介绍强化学习和自适应动态规划算法的基础知识和核心思想,在此基础上综述两类密切相
关的算法在不同研究领域的发展历程,着重介绍其从应用于单个智能体 (控制对象)序贯决策 (最优控制)问题到
多智能体系统序贯决策 (最优协调控制)问题的发展脉络和研究进展.进一步,在简要介绍自适应动态规划算法的
结构变化历程和由基于模型的离线规划到无模型的在线学习发展演进的基础上,综述自适应动态规划算法在多
智能体系统最优协调控制问题中的研究进展.最后,给出多智能体强化学习算法和利用自适应动态规划求解多智
能体系统最优协调控制问题研究中值得关注的一些挑战性课题.
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Abstract: Reinforcement learning (RL) and adaptive/approximate dynamic programming (ADP) algorithms have recently
received much attention from various scientific fields (e.g., artificial intelligence, systems and control, and applied
mathematics). This is partly due to their successful applications in a series of challenging problems, such as the sequential
decision and optimal coordination control problems of large-scale multi-agent systems. In this paper, some preliminaries
on RL and ADP algorithms are firstly introduced, and then the developments of these two closely related algorithms in
different research fields are reviewed respectively, with emphasis on the developments from solving the sequential decision
(optimal control) problem for single agent (control plant) to the sequential decision (optimal coordination control) problem
of multi-agent systems by utilizing these two algorithms. Furthermore, after briefly surveying the structure evolution
of the ADP algorithm in the last decades and the recent development of the ADP algorithm from model-based offline
programming framework to model-free online learning framework, the research progress of the ADP algorithm in solving
the optimal coordination control problem of multi-agent systems is reviewed. Finally, some interesting yet challenging
issues on MARL algorithms and using ADP algorithms to solve optimal coordination control problem of multi-agent
systems are suggested.
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0 引 言

强化学习 (也称增强学习, reinforcement learning,
RL)与自适应动态规划 (也称近似动态规划, adaptive/
approximate dynamic programming, ADP)算法是与
现代控制理论诞生的标志之一动态规划 (dynamic
programming, DP)密切相关的“两类”算法.近年来,
来自人工智能、系统与控制以及应用数学等不同学

科领域的学者对RL和ADP算法的研究形成了交相
辉映的成果,且呈现出融合发展的趋势[1-4],亦有学者
直接将这类算法统称为RLADP算法,以彰显其核心
思想的一致性[3].事实上,本文无意刻意区分这“两
类”算法,与本领域中不少学者具有同样的体会:融
合从不同研究领域产生的先进思想、理论和工程应

用进展对于推动RLAPD算法的进一步发展是一件
值得期待的事情.本文主要从人工智能和系统与控
制领域分别梳理RL和ADP的研究进展.

RL算法是基于试错学习(trial-and-error learning)
思想的一种智能化方法,通过与环境交互提高系统
的决策能力[5],其形成和发展经历了漫长的过程.“强
化”一词最早出现在 1927年,用于描述巴甫洛夫的
条件反射实验中动物行为模式的增强[6].直到20世
纪60年代,“强化”和“强化学习”这些术语才开始
用于描述工程应用中的试错学习[7-8].进入 20世纪
80年代, RL算法逐步在马尔科夫决策过程 (Markov
decision process, MDP)框架下建立起相对严密的数
学基础,并在应用中取得了突破性进展.在随后的研
究历程中, RL算法广泛用于控制和优化博弈等领域,
同时RL算法应用于解决心理学、认知科学、神经科
学等学科领域相关问题时呈现出来的交叉研究亦成

为另一个研究热点.近年来, RL算法不断发展,并在
一系列具有挑战性的问题上取得了突破性进展[9-18],
如2016年, DeepMind创建的围棋程序AlphaGo战胜
了世界围棋冠军[11-12], OpenAI发布的人工智能算法
在游戏Dota 2中击败了人类顶尖玩家[13].此外, RL算
法还被成功应用于解决智能控制、车间调度、工业制

造和能源管理等领域中的优化与决策问题[14-21].
RL算法主要用于序贯决策问题,可以粗略地

分为单智能体强化学习 (single-agent reinforcement
learning, SARL)和多智能体强化学习 (multi-agent
reinforcement learning, MARL)算法.与 SARL相比,
MARL在解决具有网络耦合 (信息交互)特性的 (协
同)控制与优化决策问题中具有明显潜力和优势,且
广泛应用于自动驾驶[22-23]、智能电网优化调度[24-25]、

网络数据传输路由优化[26-27]、多无人系统协同任

务[28-30]等领域中.然而, MARL在解决大规模多智能
体系统 (multi-agent system, MAS)优化与协调控制
任务中仍然面临许多新的挑战.将RL推广到多智
能体形式的两种主流方法是独立学习[31]和联合学

习[32].在独立学习框架下,每个智能体独立地执行
RL算法,将其他智能体视为环境的一部分.在联合学
习框架下,通常将整个MAS视为一个智能体,所有智
能体的联合动作视为一个动作,学习联合的状态-动
作值函数 (Q函数).基于上述两种方法,一些学者围
绕降低联合学习的算法复杂度或缓解独立学习的非

平稳性提出了一些改进型MARL算法.此外,见诸文
献的还有一些学习方式介于独立学习与联合学习之

间的MARL算法.总体而言,对MARL算法的研究当
前仍处于蓬勃发展的阶段,相关研究工作主要围绕如
下问题开展:降低通信成本和计算资源消耗;克服局
部可观测的限制;提升算法对大规模智能体系统的
可扩展性;有效处理环境非平稳性对算法的影响;提
高算法对恶意攻击的鲁棒性和安全性;有效保护智
能体局部信息的隐私性等.
在RL算法基础理论与应用技术发展过程中,人

工智能领域以及系统与控制领域的研究人员均发挥

了重要作用.一定程度上讲, RL算法是在DP的基础
上,通过放松DP方法对环境模型的依赖和解决维数
灾难问题发展而来.事实上,针对系统动力学模型已
知的复杂系统最优控制问题,理论上可以由DP算法
求解,但是计算量随状态变量数量增加而呈指数级增
长的“维数灾难”问题导致最优控制律(策略)的精确
解常常难以获得.在这一背景下,系统与控制领域的
学者利用RL的思想和技术并结合最优控制理论寻
求近似的求解方法,即ADP方法,以获得使闭环系统
拥有足够好性能的次优策略. ADP融合了RL、神经
网络和自适应控制等理论与方法,为解决复杂系统最
优控制问题提供了新的思路.
从研究历程看, 20世纪 50年代Bellman[33]在研

究无后效性多阶段决策过程的优化问题时,提出了著
名的贝尔曼最优性原理 (即多阶段决策过程的最优
策略具有如下性质:无论过程中前序状态和决策如
何,对前序决策所形成的状态而言,后续诸决策必须
构成最优策略),从而创立了动态规划.基于贝尔曼最
优性原理,将多阶段决策问题转化为求解哈密顿-雅
可比-贝尔曼 (Hamilton-Jacobi-Bellman, HJB)方程问
题,进而得到最优控制律.然而,针对实际系统最优控
制问题所获得的HJB方程大多不具有解析解,采用迭
代更新的方法近似寻求HJB方程的数值解成为利用
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DP方法求解最优控制问题的一个主要手段.值得一
提的是,几乎所有的DP方法都可以看作是广义策略
迭代 (generalized policy iteration, GPI)算法[5],算法实
施中策略评估与策略改进两个流程以某种粒度交替

进行.在这一框架下,策略迭代 (policy iteration, PI)算
法[5]和值迭代 (value iteration, VI)算法[5]是最受欢迎

的两种.需要说明的是, DP方法是一种离线规划 (off-
line planning)的方法,需要知道完备的系统动力学信
息且计算复杂度极高,面临着“维数灾难”难题.为
了减弱算法对系统模型的依赖,研究者们提出了先
识别系统动力学模型或参数,后利用DP方法求解相
关HJB方程的思路.然而,以这种方式设计的最优控
制律对系统模型的参数变化反应较为缓慢,且基于
系统辨识得到的系统参数可能不够准确[34].针对上
述局限, Werbos[35-38]基于神经网络等函数近似器,开
创性地提出了ADP方法并逐渐成为系统与控制领域
的重要研究方向. ADP方法是一种在线学习 (online
learning)方法,其基于沿着系统轨迹收集的数据,利
用函数近似结构以在线更新的方法寻求HJB方程的
近似解,随后获得系统的近似最优控制策略,能够有
效解决未知系统的优化控制问题,在无人驾驶汽车、
机器人、工业制造、物流交通、经济金融、智慧教育等

领域具有广泛的应用潜力.一定程度上, ADP算法的
提出及其广泛应用就像是对“control is dead”这一误
解的一次不屈回击.

进入21世纪,传感技术、通信技术和分布式控
制技术的快速发展对系统集成与管控方式产生了深

刻的影响.在这一背景下,从大规模国家基础设施到
形形色色的嵌入式集成系统日益呈现出网络化的结

构特征,将工程系统 (尤其是具有网络耦合特征的工
程系统)建模为MAS成为系统分析与综合的先决条
件. ADP在解决形形色色的MAS最优协调控制问题
方面显示出巨大的潜力,如MAS最优状态一致性问
题 (或者状态同步问题)[39-54]、MAS输出同步和输出
调节问题[55-65]、MASH∞追踪控制问题

[66-70]和跨域

无人系统编队控制问题[71-79]等.
RL和ADP在人工智能领域的理论与应用发展

和在系统与控制领域的理论与应用发展,共同促成
了相关研究领域欣欣向荣的局面,国内外已有不少学
者从不同角度对RL和ADP算法的理论研究及其在
MAS中的应用开展过文献调研与综述[80-84].然而,现
有关于RL算法研究及其在MAS中应用研究方面的
综述大多针对某一具体问题/算法的研究开展综述,
如MAS深度强化学习,针对利用ADP算法求解MAS

最优协调控制问题这一研究领域的进展综述还较少

见诸文献.进一步地,系统性地阐述RL和ADP这两
个密切相关的算法在不同研究领域的发展历程和梳

理其在MAS中的应用进展,对于RL和ADP算法的
进一步融合发展以及推动相关算法在MAS任务中
的应用研究大有裨益.本文旨在系统性地综述RL和
ADP从应用于单个智能体 (控制对象)序贯决策 (最
优控制)问题到MAS序贯决策 (最优协调控制)问题
的发展脉络和近期研究进展 (尤其是2020年至今的
一些最新研究进展),以期为相关科研人员和工程技
术人员提供较为系统性的参考.具体地,从控制中心
与智能体以及智能体之间信息交互模式的角度对已

有合作型、竞争型和混合型MARL算法进行更为细
致的分类和讨论.进一步地,在简要介绍ADP算法的
结构变化历程和由基于模型的离线规划到无模型的

在线学习发展演进的基础上,综述ADP算法在MAS
最优协调控制问题中的研究进展.

1 单智能体强化学习

RL算法是解决序贯决策问题的一种智能化方
法,学习和决策者通过与环境交互来学习最优策略.

1.1 MDP模型基础知识

在RL算法中,学习和决策者称为智能体 (agent),
智能体之外所有与其相互作用的事物称为环境.智
能体与环境的交互可以描述为如下过程:智能体在
t时刻感知环境的状态 st并选择要执行的动作 at,
环境从当前状态转移到一个新的状态 st+1,然后将
相应的即时奖励rt+1反馈给智能体.智能体的目标
是学习一个策略来合理地选择动作,以实现长期的
累积奖励 (又称回报)最大化. RL问题的马尔科夫性
是指系统在下一时刻的状态只与当前时刻的状态

和动作有关,而与之前的状态无关.对于环境 (系统)
状态变换和奖励更新具有马尔科夫性质的序贯决

策问题,人们通常将其建模为MDP,并定义为五元
组 (S,A, T ,R, γ).其中:S 为状态集,A为动作集, T
为状态转移概率函数,R : S × A × S → R为奖励函

数 (符号 R代表实数域), γ为折扣因子.在更一般情
形中,执行动作所获得的奖励服从一个概率分布.策
略是从状态到每个动作选择概率之间的映射,记为
π(a|s).特别地,确定性策略为从状态到动作的映射.

1.2 价值函数

智能体与环境持续进行交互,并获得如下轨迹:

⟨s0, a0, r1, s1, a1, r2, . . . , st−1, at−1, rt, . . .⟩. (1)
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在每个离散时刻 (步数) t = 0, 1, . . . ,智能体在状态
st下执行动作at,获得奖励 rt+1,并进入一个新的状
态st+1.状态值函数vπ(s)为从状态s出发,执行策略
π所获得的期望累积折扣奖励,可以表示为

vπ(s) = Eπ

[+∞∑
t=0

γtrt+1|s0 = s
]
. (2)

状态动作值函数qπ(s, a)为从状态s出发,采取动作a

后再遵循策略π所获得的期望累积折扣奖励,可以表
示为

qπ(s, a) = Eπ

[+∞∑
t=0

γtrt+1|s0 = s, a0 = a
]
. (3)

最优策略π∗下的最优状态值函数和最优状态动作值

函数分别记为v∗和q∗,满足如下Bellman最优等式:


v∗(st) = max

at
E[rt+1 + γv∗(st+1)],

q∗(st, at) = E[rt+1 + γmax
at+1

q∗(st+1, at+1)].
(4)

下文中,符号V 和Q分别代表算法对状态值函数和状

态动作值函数的估计.

1.3 单智能体强化学习算法

SARL算法 (即通常文献中提及的RL算法)主要
分为表格型RL、基于值函数近似RL和基于策略梯
度RL,算法分类见表 1. SARL从有模型的算法逐渐
发展到无模型的算法,为了进一步解决大规模和连续
动作、状态空间下的优化决策问题,又从表格型算法
发展到值函数近似和策略梯度算法,并最终发展成将
二者有机融合的演员-评论家(actor-critic, AC)算法.

表 1 SARL算法分类

算法类型 算法名称

表格型[85-88] MC[5], TD[85],Q-learning[87], Sarsa[86]

值函数近似[89-96] DQN[90], Double DQN[91], Dueling DQN[92], Rainbow[93]

策略梯度[97-108] TRPO[100], PPO[101], SAC[102], DPG[105], TD3[107], A3C[108]

1.3.1 表格型

表格型RL算法指价值函数用表格型表示的算
法,适用于状态和动作空间较小的问题.表格型RL算
法主要包括蒙特卡罗(Monte Carlo, MC)算法、时序差
分 (temporal difference, TD)算法等.这些算法均以DP
思想为基础, MC思想的引入克服了环境模型未知的
难点,而TD学习则结合了DP与MC,通过引入自举法
(Bootstrapping)降低计算复杂度,是RL核心的思想之
一.这些方法可直接从与环境互动的经验中学习策
略,无需构建表征环境动态特性的模型.

TD思想[85]基本形式如下:

V (st)← V (st) + α[rt+1 + γV (st+1)− V (st)]. (5)

与MC算法在一幕结束计算回报后再进行更新不
同, TD算法采用 rt+1 + γV (st+1)近似回报,在下一
时刻即可进行更新,具有更高的学习效率.典型的TD
算法包括Sarsa、Q-learning算法等.
所有的控制学习方法都面临一个困境:在采样

过程中,为了获得更多的奖励要尽可能选择当前
的最优动作,而为了探索潜在的更优动作又要尽
可能多地尝试其他动作.探索 (exploration)和利用
(exploitation)不可避免地相互矛盾,这就是RL面临的
“探索-利用困境”(exploration-exploitation dilemma).
平衡探索和利用的方法包括加噪声、乐观初始化、概

率分配等不同类型的方法. ε-贪心策略是一种加噪声
的方法,它是解决探索利用问题的一个常用方法,基
于概率平衡探索和利用,以ε的概率进行探索,以1−ε

的概率进行利用.
为了保证算法收敛,需保证在采样幕数趋于无穷

时每个动作状态二元组都被访问无数次,关于探索与
利用的探讨也源自于此.对该问题的解决方案,根据
执行策略、待评估和改进策略的异同,又可分为同轨
策略 (on-policy)和离轨策略 (off-policy)方法.在同轨
策略方法中,用于生成采样数据序列的行动策略与用
于实际决策的待评估和改进的目标策略是相同的,而
在离轨策略方法中则是不同的.

Sarsa算法[86]是同轨策略下的TD算法,其更新
规则如下:

Q(st, at)←

Q(st, at) + α[rt+1 + γQ(st+1, at+1)−Q(st, at)].

(6)

具体地,生成采样数据序列时,采用基于当前Q函数

的 ε-贪心策略;在上述评估策略的更新式中, at+1的

选择也为基于当前Q函数的ε-贪心策略.
Q-learning[87]是离轨策略下的TD算法,其更新

规则如下:

Q(st, at)←

Q(st, at) + α[rt+1+

γmax
at+1

Q(st+1, at+1)−Q(st, at)]. (7)

具体地,生成采样数据序列时,采用基于当前Q函数

的 ε-贪心策略;在上述评估策略的更新式中, at+1采

用当前Q函数下的最优动作.
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Sarsa和Q-learning是两种流行的TD类算法,但
二者的适用场景和优缺点不同[88]. Sarsa是同轨策略
算法,其目标策略与行为策略相同,因此在探索中更
加保守,更适用于在线学习场景.而Q-learning是离
轨策略算法,其目标策略与行为策略不同,在探索中
更加激进,一般仅适用于离线学习场景.相比于Q-
learning, Sarsa求解的是次优解决方案,但其在线性能
更好.
1.3.2 值函数近似

在具有大规模或连续状态和动作空间的强化学

习任务中,表格型方法将面临巨大计算和存储资源需
求所带来的困境.在此背景下,函数逼近方法被引入
到强化学习中,其基本思想是:用一个带参数w的可

微函数Q(s, a;w)逼近价值函数Q(s, a),根据随机梯
度下降法,沿样本均方误差对参数的负梯度方向进行
如下更新:

w ← w + β1 · [Ut −Q(st, at;w)]∇wQ(st, at;w).

(8)

其中:β1为参数w的更新步长;∇wQ =
∂Q

∂w
为Q对

w的梯度;Ut为对Q(st, at)的估计值,这里可以取MC
估计或TD估计.
值函数估计的近似模型有广义线性近似、决策

树、神经网络等.广义线性近似模型可以收敛到全局
最优,但表示能力有限且需要根据先验知识选取适合
任务的特征,常见的特征包括多项式基、傅里叶基、瓦
片编码、粗编码等[5,89].神经网络模型是当前研究的
热点,利用神经网络的非线性表达能力对价值函数进
行拟合并取得了良好的效果. 2015年, Mnih等[90]提

出的深度Q网络 (deep Q-network, DQN)结合深度学
习和RL,实现了直接从图像等高维感官数据中进行
RL.该算法利用神经网络对价值函数进行近似,并分
别提出了经验重放和目标网络来提高数据利用率、

降低样本相关性,实现了训练稳定性和估计精度的
提高.这里, RL算法稳定性的高与低刻画的是价值函
数或其参数估计值方差的大与小,方差越小稳定性越
高.此外,双DQN(double DQN)[91]、决斗DQN (dueling
DQN)[92]等基于DQN的改进算法也相继被提出.

Rainbow算法集成了6种DQN的改进方法,结合
多种算法的优势,性能得到了大幅提高[93-96].深度RL
的发展标志着RL的研究和应用进入了新的阶段.
1.3.3 策略梯度

前述算法几乎都基于动作价值函数,即先学习动
作价值函数,根据估计的动作价值函数选择动作.与

基于动作价值函数的方法不同,策略梯度 (policy
gradient, PG)方法直接学习策略,用神经网络等参数
化函数拟合最优策略.该方法能够直接学习选择动
作的概率,实现合理程度的试探并逐步接近确定性的
策略,自然地处理连续状态空间.
具体地, PG方法[97]用参数化的可微函数π(s, a;

θ)直接逼近最优策略函数π(s, a),学习的目标由性能
指标J(θ)描述,可定义为

J(θ) = E
[+∞∑
t=0

γtrt+1|πθ
]
, (9)

其中πθ为π(s, a; θ)的简写.为了最大化J(θ),利用梯
度上升法对参数θ进行更新,有

θ ← θ + β2 · ∇θJ(θ). (10)

其中:β2为参数 θ的更新步长,∇θJ为J对 θ的梯度.
根据PG定理[5],随机性策略的梯度如下:

∇θJ(θ) ∝ Qπθ(s, a) · ∇θ logπ(s, a; θ). (11)

由于价值函数的真值Qπθ(s, a)未知,用估计值Ut代

替Qπθ(s, a). REINFORCE算法[98]和AC算法[99]分别

使用MC估计和单步TD估计计算Ut.
在REINFORCE算法中,Ut取MC估计Gt.在PG

的更新中增加一个基线,不会改变更新项的期望,但
可以降低估计值的方差,带基线的REINFORCE更新
如下:

∇θJ(θ) = [Gt − b(s)] · ∇θ logπ(s, a; θ), (12)

其中b(s)为基线,其常用取值为状态值函数的参数化
估计.

Konda等[99]结合值函数近似和PG两种学习方
法提出了AC学习框架,其中逼近策略函数的参数函
数称为Actor,逼近价值函数的参数函数称为Critic,
于是同时估计价值函数和策略函数的方法称为AC
类算法.与单纯的PG算法不同的是, Actor部分的参
数更新不再利用MC方法,而是利用TD方法对价值
函数进行估计.
最原始的AC类算法利用自举法估计Ut,相对于

REINFORCE算法降低了价值函数估计值的方差.在
AC算法中,价值函数V (s)参数化近似为V (s; w̄),Ut
取单步TD估计,以V 函数为基线的AC更新如下:

∇θJ(θ) = [r + γV (st+1; w̄)− V (st; w̄)]·

∇θ logπ(s, a; θ). (13)

近年来, PG算法不断发展,产生了很多新算法.
只逼近价值函数的算法包括 REINFORCE[98]、

TRPO[100]、PPO[101]等,同时逼近价值函数和策略函数
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的算法(即AC类算法)包括AC[99]、SAC[102]、NAC[103]、

GAE[104]、DPG[105]、DDPG[106]、TD3[107]、A3C[108]等.
PG算法对算法的稳定性和收敛性带来了挑战.

为了改进随机性策略梯度方法,确定性策略梯度
(deterministic policy gradient, DPG)方法被提出[105],
事实上它是随机策略梯度方法的一个特例. DPG 算
法相对随机策略需要的样本数量更少,也更容易训
练.设确定性策略函数为µ : S → A并参数化为
µ(s; θ̄),确定性策略梯度的更新如下:

∇θ̄J(θ̄) ∝ ∇aQ(s, a;w) · ∇θ̄µ(s; θ̄). (14)

A3C算法[108]用多个智能体并行地与环境进行

交互以加快学习速度,但本质上解决的仍是SARL问
题.该算法在多个并行的线程中收集经验样本,然后
在一个中心控制器中对共享的参数进行异步更新.

2 多智能体强化学习

2.1 多智能体马尔科夫决策过程

在MARL问题中, MDP被扩展为多智能体马尔
科夫决策过程 (multi-agent Markov decision process,
MAMDP).考虑一个包含N个智能体的系统,N =

{1, 2, . . . , N}为智能体的集合, MAMDP可以描述为
(S, {Ai}i∈N , T , {Ri}i∈N , γ)

[109].具体地,S为所有智
能体共享的全局状态空间,Ai为智能体 i的动作空

间, T 为状态转移概率函数,Ri : S × A × S → R

为智能体 i的局部奖励函数, γ为折扣因子.每个智能
体观测全局状态s并获得局部观测值oi,执行局部动
作ai,获得个人奖励 ri.所有智能体的联合动作记为
a = [a1, a2, . . . , aN ],联合动作空间记为A = A1 ×
A2× . . .×AN .状态转移函数T : S ×A×S → [0, 1]

和每个智能体的个体奖励ri都取决于当前状态和所

有智能体的联合动作.每个智能体的个体策略为πi :

S ×Ai → [0, 1],它们共同构成联合策略π.
在不同的问题背景中,环境状态的可观测性不

同.在完全可观测的环境下,每个智能体可以观测到
全部的环境信息,即oi = s,但在部分或局部可观测
的环境下,每个智能体只能获得部分环境信息.

2.2 多智能体强化学习算法

从任务类型角度, MARL可以分为完全合作型、
完全竞争型和混合型3种.在完全合作型任务中,所
有智能体的目标完全相同,因此奖励函数也完全相
同,即R1 = R2 = . . . = RN ;在完全竞争型任务中,
智能体一般分为两个阵营,其目标完全相反;在混合
型任务中,智能体之间兼有合作和竞争.对不同类型
的任务,很难定义统一的评价指标,现有的学习准则
包括收敛性、合理性和安全性等.
从学习方法角度, SARL到MARL两种自然的推

广是联合学习和独立学习[32].联合学习将所有智能
体视为一个整体,所有智能体的联合动作视为一个动
作,学习联合状态动作价值函数.在独立学习中,每个
智能体独立地执行RL算法,而将其他智能体视为环
境的一部分.
从通信角度,根据控制中心与智能体以及智能体

之间信息交互模式的角度可对已有合作型、竞争型

和混合型MARL算法进行更为细致的分类,算法分
类见表2.现有的信息交互模式分为集中式学习、分
散式学习和分布式学习3种类型.集中式学习拥有一
个集中的控制中心,控制中心与所有的智能体进行通
信,相应的通信和计算成本高昂,同时在恶意攻击和
通信受限的情况下鲁棒性较弱.在分散式学习中,不
同的智能体各自进行决策而不进行任何通信,独立
学习是典型的分散式学习算法.集中式学习大多采
用联合学习的方式进行学习,对通信条件的要求高,
随着智能体数量的增加还会陷入维数诅咒;而分散
式学习的智能体可能受到局部观测的限制,同时可
能面临着环境非平稳导致的收敛性挑战.一些研究
基于上述两种方法提出一些改进方法,以降低集中
式学习的算法复杂度或缓解分散式学习的非平稳性,
包括集中式训练分散式执行 (centralized training with
decentralized execution, CTDE)框架、基于局部通信的
分布式学习框架等.总的来说,集中程度更低的算法
的可扩展性更好,但更容易遇到非平稳性挑战;相反,
集中程度更高的算法以复杂度为代价缓解非平稳性

表 2 MARL算法分类

算法类型 主要算法名称

集中式学习[110-114] 联合Q学习[32], RIAL/DIAL[111], CommNet[112], MAPPO[110], IRAT[113]

分散式学习[115-129] IQL[32],乐观Q学习[116],阻滞Q学习[117-118],宽容Q学习[119-121], Minimax-Q学习[122]

集中式训练分散式执行 (CTDE)[130-142] VDN[130], QMIX[131], QTRAN[132], MADDPG[135], COMA[136], MAAC[137]

集中式训练分布式执行[143-149] TarMAC[143], BiCNet[145], ATOC[146], IC3Net[148], I2C[149]

分布式训练分布式/分散式执行 (DTDE)[150-167] 基于一致性的算法[150-153],平均场Q学习算法和平均场AC算法[154-156], DTDE框架[162]

注: 集中式指具有集中的控制中心与多智能体进行全通信,分散式指智能体之间不进行任何通信,分布式指智能体之间进行局部
或部分的通信.
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问题.当前,基于CTDE的RL算法从集中学习中提取
分散策略还未有最佳方法,基于局部通信的通用分布
式RL算法的研究也尚不充分.
2.2.1 集中式学习

集中式学习算法通常包含一个中央控制中心,该
控制中心能与所有智能体通信,收集它们的信息并集
中地进行决策.在集中式学习算法中,智能体之间可
以交互各自对环境状态的观测值、各自的动作、奖励

和策略等,甚至交互和共用价值函数.
在完全合作性任务中,所有智能体共享同一个

奖励值.联合学习算法将所有智能体看作一个整体,
直接学习联合Q函数.通常情况下, SARL算法都可
以自然地扩展为联合学习形式并应用于求解完全

合作型任务问题,例如联合Q学习[32]和MAPPO[110]

分别是Q-learning和 PPO的联合学习形式.联合学
习是集中式学习算法的一种典型方法,但是联合
学习算法的学习空间随智能体数目增加呈指数增

长,算法复杂度随之急剧上升.为了降低算法复杂
度,人们进一步提出了一些高效的联合学习算法,如
RIAL/DIAL[111]、CommNet[112]等. RIAL/DIAL[111]对

DQN进行了通信方面的扩展,智能体在集中式训练
中学习信息编码方式和策略,根据局部观测、传输
及收到的信息执行动作,其中DIAL在训练中允许
梯度在智能体之间传递. CommNet[112]使用通信信

道连接所有智能体,每个智能体接收其他智能体发
送的信息并进行信息融合以降低维度,再根据融合
后的信息和自己的观测进行决策.为了解决MARL
场景中可能存在的个体奖励稀疏问题, IRAT[113]通

过分别构建个体策略和团队策略为个体构建稠密

的奖励.为了改善多个智能体在复杂环境中的协调
性, Yuan等[114]提出了多智能体激励沟通 (multi-agent
incentive communication, MAIC)框架,该框架中每个
智能体利用激励通信机制权衡通信信息的重要性,并
学习和预测队友的策略,从而实现有效的协调.
在完全竞争型或混合型任务中,一般不存在集中

式学习算法.因为不同智能体的利益并不是完全一
致的,不会进行完全的信息共享,也不会进行集中式
通信.
表3对现有主流的一些集中式训练-集中式执行

类算法进行了总结和对比.

表 3 集中式训练-集中式执行类算法总结和对比

算法名称 算法类型 适用任务 算法结果

联合Q学习 无模型,表格型, TD类,离轨策略 合作型 将Q-learning扩展为联合学习形式
MAPPO 无模型, PG, MC类,离轨策略 合作型 将PPO扩展为联合学习形式
RIAL/DIAL 无模型,值函数/PG,通用通信协议 合作型 在集中式训练中学习信息编码方式和策略

CommNet 无模型,通用通信协议 合作型 利用神经网络和均值进行信息融合,再根据融合后的信息进行决策
IRAT 无模型, PG, MC类,离轨策略 合作型 针对奖励稀疏问题,通过个体策略和团队策略构建稠密的奖励
MAIC 无模型,通用通信协议 合作型 利用激励通信机制权衡通信信息的重要性,学习和预测队友的策略

2.2.2 分散式学习

每个智能体学习各自的价值函数并独立地进行

决策,多个智能体之间不进行任何信息交互的算法称
为分散式算法.
为了克服集中式算法通信成本高、可扩展性差

的缺陷,分散式学习算法可以在没有通信的情况下求
解最优策略,每个智能体基于局部信息学习局部q(i)

函数和个体最优策略.在分散式学习过程中,每个智
能体获得其自身的观测,并调整局部策略以最大化累
积奖励.相对于集中式算法,分散式算法具有通信成
本更低、计算复杂度更低、对恶意攻击和单点失效的

鲁棒性更高等优点.
在完全合作型任务中,分散式学习让每个智能体

根据自己的局部观测执行各自的动作,尽可能使得
构成的联合动作全局性能最优.通常情况下, SARL
算法都可以自然地扩展为独立学习形式并应用到

合作型任务中,例如 IQL[31]和 IPPO[115]. IQL[31]是Q-

learning的独立学习形式,更新如下:

q(i)(oi,t, ai,t)← rt+1 + γ max
ai,t+1

q(i)(oi,t, ai,t+1). (15)

其中: oi,t为智能体 i对环境状态 st的局部观测, rt+1

为合作型任务中所有智能体共享的奖励.分散式算
法常应用在环境状态完全可观测的问题中,即oi,t =

st. IPPO[115]是PPO的独立学习形式,每个智能体只
估计其局部值函数并独立地进行学习,在星际争霸等
场景中其性能可以达到甚至超越最先进的联合学习

方法,如MAPPO和QMIX.其中, MAPPO和QMIX分
别是集中式学习算法和CTDE算法,在本文相关部分
已有介绍,而分散式算法IPPO的计算复杂度更低.
为了克服独立学习算法面临的局部可观测性、

非马尔科夫性、环境非平稳性等挑战,一些针对独
立学习算法的改进算法相继被提出,包括乐观Q学

习[116]、阻滞Q 学习[117-188]、宽容Q学习[119-121]等.非
马尔科夫性指不满足马尔科夫性质,即当前状态向
下一状态的概率转移可能与历史状态和历史动作有
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关.乐观Q学习[116]利用联合学习在乐观假设下的投

影来构造分散式算法,由于在所考虑的问题中,环境
状态是完全可观测的,即oi,t = st,值函数更新如下:

q(i)(st, ai,t)←

max{q(i)(st, ai,t), rt+1 + γ max
ai,t+1

q(i)(st+1, ai,t+1)},

(16)

其中 rt+1为合作型任务中所有智能体共享的奖励.
然而,当最优联合动作不唯一时,乐观Q学习可能因

为在最佳联合动作上协调不当而无法收敛到最佳

联合策略.为了克服乐观Q学习的缺陷,阻滞Q学

习[117-118]在容忍其他智能体探索的同时,对协调不当
施加少量惩罚.宽容Q学习[119-121]进一步改进了阻滞

Q学习的探索效率,在早期对其他智能体的探索更加
宽容,随着策略收敛逐渐降低宽容性.
在完全竞争型任务中,不同智能体的目标完全相

反.智能体学习在最坏情况下最小化可能损失的策
略,于是可以利用Minimax原理刻画智能体的学习目
标,得到Minimax-Q学习算法[122].由于在所考虑的
问题背景中,环境状态是完全可观测的,即oi,t = st,
于是智能体i按下式更新Qi函数:

Qi(st, ai,t, a−i,t)←

(1− α)Qi(st, ai,t, a−i,t)+

α[ri + γ max
ai,t+1

min
a−i,t+1

Qi(st+1, ai,t+1, a−i,t+1)]. (17)

其中: ri为智能体 i获得的奖励, a−i,t为 t时刻智能体

i对手的动作, δ = rt+1 + γ max
ai,t+1

q(i)(st+1, ai,t+1) −

q(i)(st, ai,t). Fan等[123]将Minimax原理与DQN相结
合,提出了Minimax-DQN算法. M3DDPG算法[124]将

Minimax原理与MADDPG相结合来提高算法在竞争
型任务中的鲁棒性,从而将此类算法扩展到求解连续
动作问题中.
在混合型任务中,不同智能体之间兼有合作和

竞争,每个智能体的目标是在其他智能体的策略给
定时,学习最佳响应策略以最大化自己的回报.在
博弈论中,满足如下条件的联合策略 (π∗

1 , . . . , π
∗
N )或

(a∗1, . . . , a
∗
N )构成均衡解

[125]:

Qi(s, a
∗
i , a

∗
−i) ⩾ Qi(s, ai, a

∗
−i), ∀i ∈ N , (18)

其中a−i为除智能体 i外其他智能体的动作.均衡解
的概念在一定程度上合理地刻画智能体的学习目标,
针对不同系统,纳什均衡、相关均衡、贝叶斯均衡、
Stacklberg均衡等不同均衡解的定义被引入来定义新
的Q函数[125-129].由于在所考虑的问题背景中,环境
状态是完全可观测的,即oi,t = st,具体的更新形式
如下:

Qi(st, at)← (1− α)Qi(st, at) + α[ri + γQ̃∗
i (st+1)].

(19)

其中: ri为智能体 i获得的奖励, Q̃∗
i (s)为所有智能体

采取某种均衡策略对应的值函数.例如,纳什均衡
Q̃∗
i (s)定义为

Q̃∗
i (s) = max

ai
Qi(s, a

∗
1, . . . , ai, . . . , a

∗
N ). (20)

智能体 i通过观测到的信息学习每个智能体的Q表

以推断他人的决策,其中a∗j ̸=i是根据表Qj计算得到

的其他智能体的均衡策略.
表4对现有主流的分散式训练-分散式执行类算

法进行了总结和对比.

表 4 分散式训练-分散式执行类算法的总结和对比

算法名称 算法类型 适用任务 算法结果

IQL[31] 无模型,表格型, TD类,离轨策略 合作型 Q-learning的独立学习形式
IPPO[31] 无模型, PG, MC类,离轨策略 合作型 PPO的独立学习形式
乐观/阻滞/宽容Q学习[116-121] 无模型,表格型, TD类,离轨策略 合作型 IQL的改进方法,降低非平稳性的影响
Minimax-Q学习[122] 无模型,表格型, TD类,离轨策略 竞争型 利用Minimax原理刻画竞争型任务的学习目标
纳什Q学习[125-129] 无模型,表格型, TD类,离轨策略 混合型 利用均衡解的概念刻画混合型任务的学习目标

2.2.3 集中式训练分散式执行

集中式算法在训练和执行时都是集中式的,分散
式算法在训练和执行时都是分散式的.为了克服完
全集中式和完全分散式算法各自的缺陷, CTDE类算
法被提出并不断发展. CTDE是目前常用的MARL学
习框架,该框架假设在训练阶段智能体之间没有通信
限制,于是每个智能体可以获得所有智能体的观测、
动作以及环境的全局状态,而在执行阶段每个智能体

只能根据局部观测进行决策.通过集中Q函数选出

的最优联合动作与通过单个智能体的 q(i)函数选出

的最优动作联合之间的一致性,被称为个体-全局最
大值 (individual-global maximum, IGM)原则,形式如
下:

arg max
a
Q(τ, a) =


arg max

a1
q(1)(τ1, a1)

...
arg max

aN
q(N)(τN , aN )

 . (21)
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CTDE框架中需要解决的问题是如何从集中式Q函

数中提取分散式q(i)函数,使得集中式策略与分散式
策略相一致,即满足IGM原则.
典型的CTDE算法包括VDN[130]、 QMIX[131]、

QTRAN[132]、Qatten[133]、Qplex[134]等基于值函数的

算法,以及MADDPG[135]、COMA[136]、MAAC[137]等

基于PG的算法.除MADDPG外,现有的CTDE算法
基本都是解决合作型任务的. MADDPG算法假设其
他智能体的动作是可观测的,每个智能体对其他智能
体的策略进行推测,所以可以同时适用于合作型、竞
争型和混合型任务.

基于值函数分解的MARL算法主要包括VDN、
QMIX、QTRAN、Qatten和Qplex. VDN算法[130]提出

可加性假设,即联合Q值是每个智能体的q(i)值的线

性和,即

Q(τ, a) =
∑
i

q(i)(τi, ai), (22)

其中τi,t = (oi,1, oi,2, . . . , oi,t).由于可加性假设不能
适用于所有场景, QMIX算法[131]进一步提出单调性

非线性假设,即联合Q值是每个智能体的q(i)值的单

调非线性组合,并借助神经网络近似任意的单调非
线性关系.考虑到可加性和单调性假设是 IGM原则
的充分非必要条件,相对比较严格且在一定程度上限
制了对复杂非线性关系的表达,人们提出了QTRAN
并对上述条件进行放松.具体地, QTRAN[132]将原有

的联合Q函数等价于一个易于分解的函数Q′来满足

IGM原则. Qatten算法[133]利用注意力机制度量个体

对全局的重要性,利用多头注意力机制近似分解联合
价值函数. Qplex[134]将 IGM原则转化为对优势函数
易于实现的约束,然后对集中优势函数进行注意力分
解.
基于 PG的 MARL算法主要包括 MADDPG、

COMA和MAAC等.其中: COMA仅适用于合作型
任务, MADDPG和MAAC同时适用于完全合作型、
完全竞争型和混合型任务. MADDPG算法[135] 将

DDPG算法扩展到多智能体领域,其中每个智能体
通过一个集中的Critic收集其他智能体的信息和策
略,并对其他智能体策略进行建模,能够有效降低多
智能体环境的非平稳性. COMA[136]利用反事实基

线解决多智能体信度分配问题. MAAC[137]在计算集

中式Critic时,利用共享的注意机制提高算法的可扩
展性. ALC框架[138]通过分析个体间的相关性,加强
相关性强的智能体之间的策略协同,构建MARL策
略协调训练框架. FOP[139]和VDAC[140]分别提出了

熵最大RL和AC基础上的值分解算法. ROMA[141]和

RODE[142]提出了面向角色的MARL框架,角色相似
的智能体通过分享学习实现策略的相似性.
表5对现有主流的集中式训练-分散式执行类算

法进行总结和对比.

表 5 集中式训练-分散式执行类算法的总结和对比

算法名称 算法类型 适用任务 算法结果

VDN[130] 无模型,值函数, TD类 合作型 对联合价值函数进行线性加和分解

QMIX[131] 无模型,值函数, TD类 合作型 用神经网络拟合联合价值函数与个体价值函数之间的单调非线性关系

QTRAN[132] 无模型,值函数, TD类 合作型 对QMIX的单调假设进行放松,将联合Q函数转化为易于分解的函数
Qatten[133] 无模型,值函数, TD类 合作型 利用注意力机制度量个体对全局的重要性,然后分解联合价值函数
MADDPG[135] 无模型, AC类, TD类,离轨策略 任意类型 DDPG的多智能体扩展,每个智能体对其他智能体的策略进行建模
MAAC[137] 无模型, AC类, TD类,同轨策略 合作型 利用反事实基线来解决多智能体信度分配问题

2.2.4 集中式训练分布式执行

分布式通信是介于集中式与分散式之间的通信

模式.在分布式通信模式中,每个智能体通过局部通
信与自己的邻居节点进行交互,有选择地传递与对环
境的观测值、策略等有关的信息,并基于自己和邻居
的信息进行决策.
集中式训练分布式执行,是在CTDE类算法的分

散式执行上进行了通信增强.一方面,集中式学习假
设每个智能体都能获取其余智能体以及环境的全部

信息,在产生高昂通信成本的同时也造成了干扰和冗
余通信;另一方面,当没有智能体可以访问环境的完
整状态时,智能体间的通信和信息交互有助于更好地

进行决策.分布式执行分为预定义通信和自主通信
两种通信模式.预定义通信模式在预定义的通信拓
扑上进行通信,限制了智能体之间的通信方式,从而
限制了潜在的合作.在自主通信模式中,智能体需要
学习何时与哪些智能体进行通信.
基于通信的多智能体算法主要处理以下问题:

1)判定何时通信; 2)选择通信对象; 3)对接收的信息
进行融合; 4)学习信息编码方式和策略,以实现算法
可扩展性提升、通信成本降低、重要信息提取等.
集中式训练-分布式执行算法可以为不同的

CTDE类算法设计通信拓扑和通信方案,解决问题的
类型取决于原有的CTDE算法.此外,通信增强通常
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发生在合作型任务中的智能体之间,因此这类算法
基本也都是针对合作型任务的. TarMAC[143]改进了

CommNet,通过基于签名的注意机制差异化地处理
接收到的信息,每个智能体利用注意力机制对收到
不同智能体的信息进行加权平均,并利用门控循环神
经网络 (gated recurrent neural networks on sequence
modeling, GRU)[144]更新隐层状态信息,进一步学习
局部策略.

尽管通信是必要的,但冗余的通信信息会对决策
造成干扰,因此允许每个智能体决定是否向其他智能
体发送消息是一种明智的策略.在BiCNet、ATOC、
IC3Net等算法中,智能体通过选择是否在一定范围
内广播个体的信息来减少冗余通信. BiCNet[145]针对

集群对抗任务提出了一种多智能体双向协调网络,只
考虑部分其他智能体发送的信息,并利用双向循环神
经网络整合来自其他智能体的消息. ATOC[146]提出

了注意交流模型来学习何时需要通信以及如何整合

共享信息,该算法根据通信和非通信的平均Q值差异

判定何时与邻居智能体进行通信,然后利用双向长短
期记忆模型 (long short-term memory, LSTM)[147]对收

到的信息进行整合. IC3Net[148]使用门控机制实现个

性化的受控连续通信模型,适用于合作、竞争和混合

型任务. IC3Net通过引入基于神经网络的门控机制
指导智能体学习何时进行广播通信,选择通信的智
能体将在该时段广播其信息,然后每个智能体利用
LSTM根据局部观测和接收的信息预测隐层状态信
息,进一步学习局部策略.设 t时刻智能体 i的隐层信

息为hti,具体的通信和信息整合过程如下:

ht+1
i , st+1

i = F (e(oti) + cti, h
t
i, s

t
i), (23)

gt+1
i = fg(hti), (24)

ck+1
i =

1

N − 1

∑
j ̸=i

hk+1
j · gt+1

i . (25)

其中:F (·)为LSTM模型,hti和 st+1
i 为LSTM的隐层

信息和长期记忆信息, e(·)为全连接神经网络构成的
参数化编码函数, fg(·)为单层神经网络函数, gti为智
能体 i决定是否进行广播通信的门控机制,智能体 i

根据隐层信息hti进行决策.针对广播通信造成的较
大通信开销和冗余信息干扰, I2C[149]进一步提出了

独立推断通信和请求应答通信机制,利用因果推断和
前馈网络在通信范围内依概率选择通信对象并进行

信息交互.
表6对现有主流的集中式训练-分布式执行类算

法进行总结和对比.

表 6 集中式训练-分布式执行类算法的总结和对比

算法名称 算法类型 适用任务 算法结果

TarMAC[143] 无模型, AC类, TD类,通用通信协议 合作型 选择部分通信对象并基于签名的注意机制对收到的信息加权

BiCNet[145] 无模型, AC类, TD类,通用通信协议 团体对抗型 针对集群对抗任务提出了多智能体双向协调网络

ATOC[146] 无模型, AC类, TD类,通用通信协议 合作型 提出注意交流模型来学习何时需要通信,以及如何整合共享信息
IC3Net[148] 无模型, AC类, TD类,通用通信协议 任意类型 使用门控机制来实现个性化受控连续通,广播部分个体的信息
I2C[149] 无模型, AC类, TD类,通用通信协议 合作型 提出独立推断通信,选择通信部分通信对象进行信息交互

2.2.5 分布式训练分布式/分散式执行
分布式学习是介于集中式学习与分散式学习之

间的学习方式,在基于通信的分布式学习中,每个智
能体可以进行局部通信,包括分布式训练分布式执
行、分散式执行两类.智能体可以通过与自己的邻居
进行通信,有选择地传递对环境的观测值、动作、局部
策略等信息.在分布式算法中,通常假设对每个智能
体状态st是全局可观测的,或可以通过分布式方法获
得的.
现有的完全分布式算法大多基于一致性方法.

Yan等[150]提出了一种分布式离轨AC算法解决同质
智能体RL问题,通过引入一致性步骤保证所有智能
体获得相同的最优策略. Zhang等[151]提出了一种时

变无向通信拓扑上的完全分布式的随机策略AC算
法,通过引入一致性步骤实现价值函数估计的一致
性,并证明了所提出算法的收敛性. Lin等[152-153]在此

基础上进一步研究了时变和切换有向通信拓扑上

的分布式AC算法.平均场从局部角度描述了一种
分布式通信结构,平均场Q学习算法和平均场AC算
法[154-156]用均值替代周围智能体的影响.智能体 i在

估计值函数时只考虑邻居节点的动作,有

Qi(s, a) ≈
1

|Ni|
∑
j∈Ni

Qi(s, ai, aj), (26)

其中Ni为智能体 i的邻居节点的集合.用 āi代表智

能体i对周围节点的动作均值的估计,有

Qi(s, a) ≈ Qi(s, ai, āi)且 āi =
1

|Ni|
∑
j∈Ni

aj . (27)

于是更新规则如下:

Qi(st, ai, āi)←

(1− α)Qi(st, ai, āi) + α[ri + γVi(st+1)]. (28)

为了解决有限通信和部分可观测性问题,
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FMA2C[157]提出了一种结合了联邦学习思想的分

层MARL算法,在交通信号控制中取得了较好的效
果. NDQ[158]提出通过通信最小化学习近似分解Q函

数的新框架,智能体之间通过低频的通信实现有效的
协调.为了提高多智能体决策的协调性, Liang等[159]

提出了一种称为异步可扩展多智能体近端策略优

化 (asynchronous and scalable multi-agent PPO, ASM-
PPO)的算法,该算法在部分可观测MDP中进行异步
学习和决策. GCS等[160]提出了基于图形协调策略

的MARL算法,将联合团队策略分解为图形生成器
和基于图形的协调策略,以实现智能体之间的协调
行为. Cohen等[161]提出了基于层次图概率递归推理

的多智能体协调优化算法,利用概率递归推理 (graph
probabilistic recursive reasoning, GrPR2)在局部交互
域中进行对手建模,每个智能体都以迭代方式对其他
智能体的策略做出最佳响应.
很多现实问题常常具有复杂的耦合约束,例如智

能电网中多个发电机总发电量上的供需平衡约束,然

而绝大部分MARL的算法设计都没有考虑多智能体
的联合动作上带耦合约束的情况.设计分布式RL算
法解决带耦合约束的问题是困难的,智能体需要分
布式地协调各自的动作以满足耦合约束条件. Wen
等[162] 提出了分布式训练分散式执行 (distributed
training with decentralized execution, DTDE)的MARL
框架,该框架是一个完全分布式的学习框架,并且考
虑了耦合约束条件的处理.在该框架中,无论是训练
阶段还是执行阶段,智能体都只与自己的邻居节点通
信,并根据局部信息进行学习和决策.此外,还有一些
智能电网背景下的分布式RL算法[163-166]也给出了带

耦合约束条件问题的分布式解决方案. Dai等[166]提

出了一种新的分布式RL优化算法解决智能电网的
动态经济调度问题, Hu等[167]在此基础上进一步利用

分布式投影算法和动作网络提高算法处理耦合约束

的效率和对波动电力需求的鲁棒性.
表7对现有主流的分布式训练-分布式/分散式执

行类算法进行了总结和对比.

表 7 分布式训练-分布式/分散式执行类算法的总结和对比

算法名称 算法类型 适用任务 算法结果

分布式离轨AC算法[150] 无模型, AC类, TD类,离轨策略 合作型 利用一致性方法分布式地获得相同的最优策略

无向拓扑上的AC算[151] 无模型, AC类, TD类,同轨策略 合作型 提出无向通信拓扑上的完全分布式AC算法

无向拓扑上的AC算法[152-153] 无模型, AC类, TD类,同轨策略 合作型 提出切换有向通信拓扑上的完全分布式AC算法

平均场Q学习/AC算法[154-156] 无模型,表格型/AC类, TD类 合作型 用均值刻画周围智能体的影响

分布式RL优化算法[166-167] 无模型,值函数, TD类,离轨策略 合作型 针对智能电网经济调度问题提出完全分布式算法

近年来, MARL已广泛应用于无人系统协同控
制、智能电网优化调度、智能通信等领域.针对充
电站能量调度问题, Zhang等[25]结合MADDPG和
LSTM提出了一种MARL方法以学习最优能源购买
策略,并提出了一种在线启发式调度方案制定能源
分配策略,该方法在经济利润和用户满意度方面均
优于充电市场中的其他能量调度方法.针对数据包
路由问题, Ding等[26]提出了改进的分布式DQN算法
评估邻居路由器,其中每个路由器智能地自行选择下
一跳路由器,降低了计算复杂度和网络拥塞概率. Dai
等[166-167]将MARL算法和分布式优化算法相结合解
决了智能电网中的动态经济调度问题. Na等[168]将

噪声添加到人工神经网络的权重和偏差中,提出了
一种基于DDPG的新算法解决自动驾驶中的避碰任
务. Chen等[169]将深度MARL与注意力机制相结合
来学习和预测周围人群的交互和运动,实现了机器
人集群在人群中导航和高效运动的目标.针对机器
人的运动规划, Everett等[170]开发了一种算法学习多

个动态机器人之间的避碰,结合LSTM算法适应多个

智能体数目的变化. Zhao等[171]研究了包含未知非线

性动力学和扰动的协作欠驱动四旋翼的无模型鲁棒

编队控制问题,基于分层控制方案和强化学习理论
提出了一种四旋翼动力学未知的鲁棒控制器.针对
复杂海洋环境下的无人艇轨迹跟踪问题, Wang等[172]

提出了一种仅基于无人艇输入输出信号的自学习无

模型解决方案,在规定的跟踪精度下实现了无人艇的
最优控制.

DP是解决多阶段决策过程中最优化问题的传
统方法,其基本思想也是将待求解问题分解成若干个
子问题,先求解子问题,再用这些子问题的解得到原
问题的解. RL方法发展了传统的DP方法,将环境建
模为概率转移函数,解决DP方法在状态和动作空间
较大时遭受的维数灾难问题,放松DP方法需要完全
环境模型的缺陷.控制论研究人员引入RL这两方面
的思想形成ADP方法,用于解决最优控制问题.为了
全面展现RL理论与算法,探索RL在系统控制领域的
最新理论成果,进一步探讨RL和ADP的区别与联系,
下面将介绍ADP的理论发展和应用.
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3 自适应动态规划

本章从 3个部分介绍ADP理论的发展与应用:
ADP结构发展、ADP算法发展和ADP在MAS最优协
调控制中的应用.

3.1 ADP结构发展

ADP方法在具有未知动力学的系统最优控
制研究中得到了广泛关注. ADP依结构划分包
括 3种基本类型[35,173]:启发式动态规划 (heuristic
dynamic programming, HDP)、二次启发式规划 (dual
heuristic programming, DHP)和全局二次启发式规划
(globalized DHP, GDHP).这3种类型都包含3层神经
网络,即评价网络 (critic network)、模型网络 (model
network)和执行网络 (action network),且评价网络与
执行网络通过模型网络间接连接.如果执行网络与
评价网络直接连接,则这样的算法称为上述算法的
动作依赖 (action-dependent)形式,分别为控制依赖启
发式动态规划 (action dependent HDP, ADHDP)[35]、

控制依赖二次启发式规划 (action dependent DHP,
ADDHP)[35]和控制依赖全局二次启发式规划 (action
dependent globalized DHP, ADGDHP)[173].进一步,上
述算法中去掉执行网络便形成了单网络自适应评价

(single network adaptive critic, SNAC)方法[174].对于以
上几种ADP结构,更详细的介绍和区别可参见文献
[84,175-177].

3.2 ADP算法发展

由基于模型的离线规划到无模型的在线学习的

过程,就是由DP方法发展到ADP方法的过程.为了
方便内容的展开介绍,给出以下定义.
定义1 在某一时间区间上的所有控制输入的

值,称作控制历史(简称为控制),统一记作u(·).
定义2 在某一时间区间上的所有状态的值,称

作状态轨迹(简称为状态),统一记作x(·).
3.2.1 基于模型的算法

下面分别就离散系统和连续系统两种情况介绍

基于模型的离线迭代DP方法. Zhao等[178]考虑了如

下离散系统:

x(k + 1) = f(x(k)) + g(x(k))u(k). (29)

其中: k为离散时间指标,x(k) ∈ Rn为系统状态,
u(k) ∈ Rm为系统输入, f(x(k))和g(x(k))为具有适

当维数的(非)线性函数.系统的性能指标定义如下:

J(x(0), u(·)) =
+∞∑
i=0

γir(x(i), u(i)). (30)

其中: γ ∈ (0, 1]为折扣因子, r(x(i), u(i))为成本函数.
对于任意固定策略u(·),给出相应的值函数

V (x(k)) =

+∞∑
i=k

γi−kr(x(i), u(i)). (31)

定义3 如果策略u(·) = u(x(·))能够使得系统
(29)在一个紧集Ω上稳定,u(0) = 0,且使得V (x(·))
有限,则此控制策略称为容许控制策略.
离散系统最优控制问题的目标是设计最小化性

能函数 (30)的容许反馈控制策略u(·).将式 (31)改写
为如下递推的形式:

V (x(k)) = r(x(k), u(k)) + γV (x(k + 1)). (32)

式(32)称作贝尔曼方程.最优值函数定义如下:

V ∗(x(k)) = min
u(·)
{r(x(k), u(k)) + γV (x(k + 1))}.

(33)

根据贝尔曼最优性原理,得到如下离散时间 (discrete-
time, DT) HJB方程:

V ∗(x(k)) = min
u(k)
{r(x(k), u(k)) + γV ∗(x(k + 1))}.

因此最优策略表示为

u∗(k) = arg min
u(k)
{r(x(k), u(k)) + γV ∗(x(k + 1))}.

(34)

考虑如下成本函数:

r(x(k), u(k)) = Q(x(k)) + uT(k)Ru(k), (35)

其中R为正定矩阵,并且对于任意非零向量 x(k),
Q(x(k))是正定矩阵.特别地,可选择 Q(x(k)) =

xT(k)Qx(k),其中Q为正定矩阵.最优策略(34)变为

u∗(k) = −γ
2
R−1gT(x(k))∇V ∗(x(k + 1)), (36)

其中∇V (x) =
∂V (x)

∂x
.

下面给出迭代求解此最优控制问题的方法[1]: PI
算法(算法1)、VI算法(算法2)、GPI算法(算法3).
算法1 PI算法.
输入:容许的初始控制策略u0(k),迭代次数 ι =

0, 1, . . .;
输出:V ∗(x(k)), u∗(k).
策略评估:在每一步 ι,求解如下贝尔曼方程得到

当前策略uι(k)下的值函数:

Vι(x(k))=r(x(k), uι(k)) + γVι(x(k + 1)). (37)

策略改进:由下式改进策略:

uι+1(k) =

arg min
u(k)
{r(x(k), u(k)) + γVι(x(k + 1))}. (38)

若成本函数选取为式(35),则依下式进行策略更新:
uι+1(k) = −

γ

2
R−1gT(x(k))∇Vι(x(k + 1)).

算法2 VI算法.
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输入:任意初始控制策略u0(k)、V0(x(k)),迭代次
数ι = 0, 1, . . .;
输出:V ∗(x(k)), u∗(k).
值更新:在每一步ι,根据下式更新值函数:

Vι+1(x(k)) = r(x(k), uι(k)) + γVι(x(k + 1)). (39)

策略改进:由下式改进策略:

uι+1(k) =

arg min
u(k)
{r(x(k), u(k)) + γVι+1(x(k + 1))}. (40)

若成本函数选取为式(35),则依下式进行策略更新:

uι+1(k) = −
γ

2
R−1gT(x(k))∇Vι(x(k + 1)).

算法3 GPI算法.
输入:任意初始控制策略u0(k)、V0(x(k)),迭代次

数ι = 0, 1, . . .,常数Tι;
输出:V ∗(x(k)), u∗(k).
值更新:在每一步ι,由下式更新值函数:

V κ+1
ι (x(k)) = r(x(k), uι(k)) + γV κ

ι (x(k + 1)),

κ = 1, 2, . . . , Tι. (41)

其中

Vι(x(k)) = V 0
ι (x(k)), Vι+1(x(k)) = V Tι+1

ι (x(k)).

策略改进:由下式改进策略:

uι+1(k) =

arg min
u(k)
{r(x(k), u(k)) + γVι+1(x(k + 1))}. (42)

若成本函数选取为式(35),则依下式进行策略更新:

uι+1(k) = −
γ

2
R−1gT(x(k))∇Vι(x(k + 1)).

Leake等[179]证明了初始策略容许的情况下, PI
算法收敛到最优值 (33)和最优策略 (34) (或 (36)).但
是观察式 (37)可以发现,需要先知道 k + 1时刻值

函数的值Vι(x(k + 1))用于确定k时刻值函数的值

Vι(x(k)),此过程是时间后推的,计算量较大.基于贝
尔曼方程是固定点方程这一事实,给出式 (37)的迭代
求解方法为

V κ+1
ι (x(k))=r(x(k), uι(k)) + γV κ

ι (x(k + 1)). (43)

其中:κ = 0, 1, . . . , T ,V 0
ι (x(k)) = Vι−1(x(k)).根据

上述递推式,当T = +∞,即κ → +∞时,V κ
ι (x(k))

→ Vι(x(k)).这种迭代求解贝尔曼方程的方法称作
策略迭代 (iterative PI)方法[5].当T取任意有限值时,
可得到GPI算法.特别地,当T = 1时产生VI算法.相
比于PI算法, VI算法的收敛性不需要容许的初始策
略[175].
至此,给出一般离散非线性系统最优控制问题基

于模型的控制器设计方法.特别地, Shaiju等[180]考虑

了如下一般线性离散系统:

x(k + 1) = Ax(k) +Bu(k), (44)

其中A、B为适当维数的系统矩阵,且满足 (A,B)可

镇定.对于给定的策略,得出如下值函数:

V (x(k)) =
+∞∑
i=k

xT(i)Qx(i) + uT(i)Ru(i). (45)

离散线性系统最优控制问题的控制目标是,设计
容许控制器最小化性能函数 (45),称为线性二次调节
(linear quadratic regulator, LQR)问题.
给定一个控制器,假设值函数的形式为 V (k) =

xT(k)Px(k).类似于式 (32),可以写出如下贝尔曼方
程:

xT(k)Px(k) =xT(k)Qx(k) + uT(k)Ru(k)+

xT(k + 1)Px(k + 1). (46)

定义Hamiltonian函数

H(x(k), u(k),∆V (k)) =

xT(k)Qx(k) + uT(k)Ru(k)− xT(k)Px(k)+

xT(k + 1)Px(k + 1).

由平稳性条件
∂H(x(k), u(k),∆V (k))

∂u(k)
= 0和最优

值函数 V ∗(k) = xT(k)P ∗x(k)可以得到如下最优

控制策略和HJB方程 (即代数黎卡提方程 (algebraic
Riccati equation, ARE)):

u∗(k) = −K∗x(k) =

− (R+BTP ∗B)−1BTP ∗Ax(k), (47)

ATP ∗A− P ∗ +Q−

ATP ∗B(R+BTP ∗B)−1BTP ∗A = 0. (48)

Lewis等[181-182]总结了线性离散系统LQR问题
的PI算法 (算法4)、VI算法 (算法5)、GPI算法 (算法
6), Hewer等[183-184]分析了这些算法的收敛性.

算法4 PI算法解决DT LQR问题.
输入:任意容许的初始控制增益K0,迭代次数

ι = 0, 1, . . .;
输出:K∗, P ∗.
策略评估:在每一步ι,由下式评估值函数:

Pι = (A−BKι)
TPι(A−BKι) +Q+KT

ι RKι.

(49)

策略更新:利用下式确定更新策略:

Kι+1 = (R+BTPιB)−1BTPιA. (50)

算法5 VI算法解决DT LQR问题.
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输入:任意初始控制增益K0、P0,迭代次数 ι =

0, 1, . . .,常数Tι;
输出:K∗, P ∗.
值更新:在每一步ι,由下式更新值函数:

Pι+1 = (A−BKι)
TPι(A−BKι) +Q+KT

ι RKι.

(51)

策略更新:利用下式确定更新策略:

Kι+1 = (R+BTPι+1B)−1BTPι+1A. (52)

算法6 GPI算法解决DT LQR问题.
输入:任意初始控制增益K0,迭代次数 ι = 0, 1,

. . .,常数Tι;
输出:K∗, P ∗.
值更新:在每一步ι,由下式更新值函数:

P κ+1
ι =

(A−BKι)
TP κι (A−BKι) +Q+KT

ι RKι. (53)

其中:κ = 1, 2, . . . , Tι, P
0
j = Pj , Pj+1 = PKj .

策略更新:利用下式确定更新策略:

Kι+1 = (R+BTPι+1B)−1BTPι+1A. (54)

需要特别说明的是,对于非线性系统,算法 1∼
算法3,仅能解决有限状态空间和有限动作空间的问
题.对于最优控制问题而言,这显然是不合适的.后
面章节将介绍利用函数逼近的方法执行这3种算法.

对于连续控制系统情况, Vamvoudakis等[185]考

虑了如下非线性系统的最优控制问题:

ẋ(t) = f(x(t)) + g(x(t))u(t), t ⩾ t0. (55)

其中:x(t) ∈ Rn为系统状态,u(t) ∈ Rm为系统输入,
f(x(k))和 g(x(k))为具有适当维数的 (非)线性函
数.考虑如下性能函数:

J(x(t0), u(·)) =
w +∞

t0
r(x(t), u(t))dt. (56)

相比于离散系统,此处考虑的是非折扣型性能函数.
对于任一给定策略,定义如下值函数:

V (x(t)) =
w +∞

t
r(x(τ), u(τ))dτ. (57)

贝尔曼方程为

0 = r(x(t), u(t)) +∇V T(x(t))(f(x(t))+

g(x(t))u(t)). (58)

由贝尔曼最优性原理,得到如下HJB方程:

0 =∇V ∗T(x(t))(f(x(t)) + g(x(t))u∗(t))+

r(x(t), u∗(t)). (59)

观察算法1∼算法3,如果开发连续系统的PI算
法、VI算法、GPI算法,则根据式 (58)可知,策略评估

步或者值更新步需要f(x(t))、g(x(t))的信息,这不利
于推广DP离线算法到ADP在线算法. Vamvoudakis
等[185-186]针对连续系统最优控制问题提出了积分强

化学习(integral RL, IRL)算法.
类比于离散系统,将贝尔曼方程 (58)改为如下递

推形式:

V (x(t)) =
w t+∆t

t
r(x(τ), u(τ))dτ + V (x(t+∆t)).

(60)

式(60)与(58)等价[10],因此得到如下最优控制策略:

u∗(x(t)) = arg min
u(t:t+∆t)

{ w t+∆t

t
r(x(τ), u(τ))dτ+

V ∗(x(t+∆t))
}
. (61)

考虑成本函数r(x(t), u(t)) = Q(x(t)) + uT(t)Ru(t),
其中 R为正定矩阵,且对于任意非零向量 x(t)有

Q(x(t))是正矩阵.最优策略(61)变为

u∗(t) = −1

2
R−1gT(x(t))∇V ∗(x(t)),

类比于算法1∼算法3,可得到连续系统PI算法、VI算
法、GPI算法[1,187].

Jiang等[34]考虑了线性连续系统

ẋ(t) = Ax(t) +Bu(t) (62)

的LQR问题.定义性能函数

J(x(t0), u(·)) =
w +∞

t0
(xT(t)Qx(t) + uT(t)Ru(t))dt,

根据最优控制理论可得到最优控制策略

u∗i (t) = K∗x(t) = R−1BTP ∗x(t),

其中P ∗为ARE (A − BK∗)TP ∗ + P ∗(A − BK∗) +

Q + K∗TRK∗ = 0的解.类似于离散系统LQR问题,
可以分别给出线性连续系统LQR问题的PI算法、VI
算法、GPI算法,并证明算法的收敛性[188-189].
3.2.2 无模型的算法

对于有限状态空间和动作空间的最优控制问

题,算法1∼算法3可适用,但是对于状态空间或动作
空间较大或者连续的情况,上述 3种算法均难以实
施.为了解决该问题,提出值函数近似的方法.以离
散系统、成本函数为 (35)情形为例,对ADP方法原理
进行说明. (非)线性连续系统可以类似给出[34,190].
首先考虑ADP算法用于非线性离散系统最优

控制问题的研究进展.基于Weierstrass高阶逼近定
理,值函数可以表示为 V (x(k)) = WTϕ(x(k)) +

ϵ(x(k)).其中:W ∈ Rl为未知的理想权重,ϕ(x(k)) ∈
Rl、ϵ(x(k)) ∈ R分别为激活函数和逼近误差.进一
步,由于W是未知的,V (x(k))可以近似表示为

V̂ (x(k)) = ŴT
1 (k)ϕ(x(k)), (63)
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其中Ŵ1(k)为W的估计值.同样地,控制输入近似表
示为

û(k) = −1

2
R−1gT(x(k))ŴT

2 (k)∇ϕ(x(k)), (64)

其中Ŵ2(k)为W的估计值.控制输入也可以近似表
示为

û(k) = ŴT
2 (k)ϕa(x(k)), (65)

其中 ϕa(x(k)) 为激活函数.注意到, 式 (65) 中的
Ŵ2(k)与 (64)是不同的,但为了下述参数自适应律
设计的统一,采取相同的符号.
将式(63)和(64) (或者(65))代入(32),得到误差

e1(k) = Q(x(k)) + ûT(k)Rû(k)+

γV̂ (x(k + 1))− V̂ (x(k)).

最小化损失函数E1(k) =
1

2
eT
1 (k)e1(k)以设计Ŵ1(k)

的自适应律

Ŵ1(k + 1) = Ŵ1(k)−
∂E1(k)

∂Ŵ1(k)
.

类似地,最小化损失函数E2(k) =
1

2
eT
2 (k)e2(k),其中

e2(k) =
1

2
R−1gT(x(k))ŴT

1 (k)∇ϕ(x(k)) + û(x(k)),

以设计Ŵ2(k)的自适应律

Ŵ2(k + 1) = Ŵ2(k)−
∂E2(k)

∂Ŵ2(k)
.

可以看到,为了设计Ŵ2(k)的自适应律, g(x(k))的信
息是需要的.
算法7提供了基于PI的在线RL算法,其中下标

ι表示第 ι次迭代对应的参数.类似地,可以给出基于
VI的在线强化学习算法.
算法7 在线PI算法.
输入:容许的初始控制策略u0(k),迭代次数 ι =

0, 1, . . .;
输出:V ∗(x(k)), u∗(k).
策略评估:由下式更新值函数的权值:

Ŵ1ι(k + 1) = Ŵ1ι(k)−
∂E1ι(k)

∂Ŵ1ι(k)
. (66)

也可以按下式更新参数:确定方程 ŴT
1ιϕ(x(k))

= r(x(k), uι(x(k)))的最小二乘解Ŵ1ι,其中ϕ(k) =

ϕ(xk)− γϕ(xk+1).
策略改进:由下式改进策略的权值:

Ŵ2ι(k + 1) = Ŵ2ι(k)−
∂E2ι(k)

∂Ŵ2ι(k)
. (67)

为了得到参数 Ŵ1(k)、 Ŵ2(k)的收敛性,需要
ϕ(x(k))满足持续激励条件 (PE条件),这便需要在
输入中注入噪声, Kiumarsi等[191]已证明得到的最优

解是有偏的,该方法称作同策略 (on-policy)算法.随
后, Kiumarsi等[191]和 Jiang等[34]分别对离散系统和

连续系统提出了异策略(off-policy)算法.
进一步地,为了放松算法对g(x(k))的需求,引入

模型网络 x̂(k + 1) = ŴT
3 (k)ϕ1(x(k), u(k)).其中:

ϕ1(x(k), u(k))为激活函数,u(k)为行为策略.最小化
损失函数E3(k) =

1

2
eT
3 (k)e3(k)以设计Ŵ3(k)的自适

应律,其中e3(k) = x̂(k+1)− x(k+1).因此, g(x(k))
可以被∂x̂(k + 1)/∂u(k)替代.至此,给出解决非线性
离散系统最优控制问题的无模型方法,其中f(x(k))

和g(x(k))的信息均不需要.
文献[191]详细介绍了同策略算法和异策略算法

用于处理线性离散系统最优控制问题的情形.考虑
离散线性系统 (44)及性能函数 (45),首先介绍同策略
算法.
算法8 同策略在线PI算法.
输入:容许的初始控制策略u0(k),迭代次数 ι =

0, 1, . . .;
输出:V ∗(x(k)), u∗(k).
策略评估:在每一步 ι,通过求解如下贝尔曼方程

获得Pι:

x(k)TPιx(k) =x(k)TQx(k) + uT
ι (k)Ruι(k)+

xT(k + 1)Pιx(k + 1). (68)

策略更新:通过下式更新策略:

uι+1(k) = −Kι+1x(k) =

− (R+BTPιB)−1BTPιAx(k). (69)

根据以上算法可以发现[191],在策略评估步为了
获得Pι,需要在控制输入中注入噪声,这导致根据同
策略算法得到的最优解是有偏的.因此考虑异策略
算法,此时系统改写为

x(k + 1) = Akx(k) +B(Kιx(k) + u(k)), (70)

其中Ak = A−BKι.经过一些变换,贝尔曼方程可以
改写为

xT(k)Pιx(k)− xT(k + 1)Pιx(k + 1) =

xT(k)Qx(k) + xT(k)KT
ι RKιx(k)−

(u(k) +Kιx(k))
TBTPιx(k + 1)−

(u(k) +Kιx(k))
TBTPιAkx(k). (71)

算法9 DT LQR异策略在线PI算法.
输入:容许的初始控制策略u0(k),迭代次数 ι =

0, 1, . . .;
输出:V ∗(x(k)), u∗(k).
策略评估与更新:在每一步 ι,通过求解异策略贝
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尔曼方程(71)获得Pι和Kι+1.
注 1 式 (71)里面不显含Kι+1,但是未知量

BTPιB和BTPιA显含在其中.根据算法4进一步可
以得到Kι+1,在每一步 ι,通过收集状态与输入数据
求解出Pι和Kι+1.

一般的VI算法收敛速度慢于PI算法[175,192-193],
但是PI算法要求初始策略为容许策略,这一要求的
满足通常需要知道关于系统动力学的先验知识.为
了放松这一限制, Yang等[192]和 Jiang等[193]分别关于

离散系统和连续系统LQR问题提出了λ-PI算法和
bias-PI算法. Chen等[194]提出同伦PI用于未知线性连
续系统控制,该算法也不需要容许的初始策略.上述
3篇文献同时给出了3种算法的在线学习版本,更详
细地, Liu等[195]综述了ADP方法在单个系统最优状
态调节、最优输出调节、最优追踪控制等方面的研究

进展.
Zhang等[196-200]基于ADP方法研究了有输入约

束或状态约束的非线性系统最优控制问题. Wang
等[201]利用ADP方法研究了具有外部扰动的不确定
非线性系统的最优控制,引入补偿扰动的控制器和最
优控制器,并使用事件驱动策略更新控制器和网络权
重. Liu等[202]从攻击者的角度,利用ADP方法考虑了
DoS攻击下远程状态估计优化调度问题,其中攻击者
的目标是设计最优的攻击策略,以最少的能量消耗降
低网络物理系统的控制性能. Moghadam等[203-204]利

用ADP方法研究了时滞系统的最优控制问题. Gao
等[205]考虑了DOS攻击下的鲁棒输出调节问题,与现
有的强化学习工作不同,该方法严格分析了闭环系统
的抗攻击能力和对动态不确定性的鲁棒性.
随着理论研究的深入, ADP在单个系统中的应

用也日益增多[206-221]. Tang等[209]针对基于双馈感应

发电机的风电场提出了一种基于目标表达的启发式

动态规划控制器,以提高故障条件下系统的暂态稳定
性. Zhu等[210]研究了控制受限的多电池储能系统最

小电力成本问题. Liu等[211]研究了复杂天气环境下

太阳能住宅能源调度问题.基于ADP技术, Wei等[212]

提出了一种适用于智能家居能源系统管理的新型自

学习电池顺序控制方案. Mu等[213]提出了一种基于

动作依赖启发式动态规划的具有自适应学习能力的

数据驱动辅助控制方法,用于解决吸气式高超声速
飞行器跟踪控制.针对车辆系统, Sun等[214]提出了一

种无模型的控制器设计方案,以提高横向稳定性. Li
等[215-217]研究了复杂海洋环境下无人驾驶水面无人

艇 (USV)最优追踪控制. Kong等[218]在未知非线性扰

动的影响下最优化机器人的跟踪控制以提高鲁棒

性.此外, ADP在医疗健康领域也有诸多应用[219-220].
从以上分析可以看出, ADP技术呈现出从有模

型算法到无模型算法的演进趋势.目前,针对ADP应
用于单个智能体 (控制对象)序贯决策 (最优控制)问
题的研究已趋于完善,近期关于此类问题的研究主要
集中在完善与改进已有算法,如加快算法收敛速度、
放松算法对系统先验知识的要求、结合事件驱动技

术减轻通信负担等.此外, ADP算法在航空航天、医
疗健康、电力系统等实际系统的应用也是一个重要

的研究方向.特别地,由函数近似、状态估计、测量
噪声、外部/对抗性干扰、攻击等引起的各种误差,使
得PI和VI算法难以准确实施.尽管ADP技术在理论
和应用两方面有很多研究,但由于迭代过程固有的非
线性以及误差导致的值函数序列的非单调性,算法鲁
棒性问题尚未得到充分解决.当状态和控制输入空
间无界且连续时,问题变得更加复杂.总体而言, ADP
算法对迭代误差的鲁棒性分析是目前较为突出的难

点.

3.3 ADP在多智能体系统最优协同控制中的应用

本节将介绍ADP方法在MAS协同控制中的应
用.最优协同控制问题包括同构MAS最优一致性控
制 (此问题一般考虑状态达到一致)、异构MAS最
优输出同步和最优输出调节问题、MASH∞控制问

题以及ADP在无人集群系统最优控制研究中的应用
等.在展开介绍ADP在MAS最优协同控制中的应用
前,首先介绍图论的相关知识.
考虑如下无向图G = (IN , E),包含N个智能体,

智能体指标集为 IN = {1, 2, . . . , N},边集为 E =

{(i, j): . i, j ∈ IN} ⊆ IN × IN . (i, j) ∈ E表示智能体
i与j可以相互传递信息. A = [aij ] ∈ RN×N表示邻

接矩阵,如果(i, j) ∈ E且 i ̸= j,则aij = 1,否则aij =

0.智能体 i的邻居集定义为Ni = {j ∈ IN : (i, j) ∈
E}.度矩阵为D = diag(di),其中di =

∑
j∈Ni

aij ,则拉

普拉斯矩阵定义为 L = D −A.
3.3.1 ADP与多智能体系统最优一致性问题
一致性问题旨在通过设计一组分布式控制协议,

使得所有智能体的状态趋于相同.一般而言,一致性
问题可以从多角度划分为:无 (有)领导者的一致性控
制、分组一致性 (group consensus)、有限时间一致
性 (finite-time consensus)和均方一致性 (mean-square
consensus)等.最优一致性问题是研究通过设计一组
分布式控制协议,使得所有 (对应组)智能体的状态趋
于相同且每个智能体优化一个局部性能函数.下面
以有领导者的MAS最优一致性控制问题为例进行详
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细介绍.
Vamvoudakis等[45]考虑了包含N个智能体的线

性MAS,每个智能体的动力学为

ẋi(t) = Axi(t) +Biui(t), i ∈ IN . (72)

其中:xi(t) ∈ Rn,ui(t) ∈ Rm, A ∈ Rn×n, Bi ∈
Rn×m,分别为第 i个子系统的状态、控制输入和系统

矩阵.智能体之间通过无向连通图G连接.领导者系
统的动力学为

ẋ0(t) = Ax0(t), (73)

其中x0(t)为领导者状态.
定义智能体i的局部一致性误差

εi(t) =
∑
j∈Ni

aij(xi(t)− xj(t)) + gi(xi(t)− x0(t)).

(74)

若考虑无领导者的最优一致问题,则有gi = 0, ∀i.根
据式(72)和(73)得到第i个局部一致性误差动力学为

ε̇i(t) = Aεi(t) + (di + gi)Biui(t)−
∑
j∈Ni

aijBjuj(t).

(75)

对于智能体i,给出如下合作型性能指标:

Ji(εi(0), ε−i(0), ui(·), u−i(·)) =
1

2

w +∞

0

(
εT
i (t)Qiεi(t) + uT

i (t)Riui(t)+∑
j∈Ni

aiju
T
j (t)Rijuj(t)

)
dt. (76)

其中:Qi、Ri为正定矩阵,Rij为半正定矩阵, ε−i(t) =
{εj(t) : j ∈ Ni}, u−i(t) = {uj(t) : j ∈ Ni}, Ni为智
能体 i所有邻居智能体组成的集合.固定智能体 i和

其邻居们的策略,相应的智能体i的值函数记为

Vi(εi(t), ε−i(t)) =

1

2

w ∞

t

(
εT
i (τ)Qiεi(τ) + uT

i (τ)Riui(τ)+∑
j∈Ni

aiju
T
j (τ)Rijuj(τ)

)
dτ.

假设1 Vi(εi(t), ε−i(t))是分布式的,即Vi(εi(t),

ε−i(t)) = Vi(εi(t)).
定义 4 如果策略 (u∗i (t), u

∗
−i(t))满足Ji(u

∗
i (t),

u∗−i(t)) ⩽ Ji(ui(t), u
∗
−i(t)),则该策略称作一个Nash

均衡解.
问题1 考虑线性MAS (72),最优一致性追踪问

题的控制目标是设计一组分布式控制策略ui(·),使
得MAS的状态达到一致且最小化一组局部合作性能
函数(76).

基于假设 1,最优值函数定义为 V ∗
i (εi(t)) =

min
ui(·)

Vi(εi(t)). Hamiltonian函数定义如下:

Hi(εi(t), ui(t), u−i(t),∇Vi(εi(t))) =

∇V T
i (εi(t))ε̇i(t) +

1

2

( ∑
j∈Ni

aiju
T
j (t)Rijuj(t)+

εT
i (t)Qiεi(t) + uT

i (t)Riui(t)
)
, (77)

其中 ε̇i(t)在式(75)中给出.然后,通过求解
∂Hi(εi(t), ui(t), u−i(t),∇Vi(εi(t)))

∂ui(t)
= 0,

得到最优控制策略

u∗i (t) = −(di + gi)R
−1
i BT

i ∇V ∗
i (εi(t)), (78)

V ∗
i (εi(t))满足如下耦合HJB方程:
1

2
(di + gi)

2∇V ∗T
i (εi(t))BiR

−1
i BT

i ∇V ∗
i (εi(t))+

1

2

∑
j∈Ni

(dj + gj)
2∇V ∗T

j (εj(t))BjR̃
−1
ij B

T
j ∇V ∗

j (εj(t))+

∇V ∗T
i (εi(t))A

c
i (t) +

1

2
εT
i (t)Qiεi(t)=0. (79)

其中

R̃−1
ij = R−1

j RijR
−1
j ,

Aci (t) =

Aεi(t)− (di + gi)
2BiR

−1
i BT

i ∇V ∗
i (εi(t))+∑

j∈Ni

aij(dj + gj)BjR
−1
j BT

j ∇V ∗
j (εj(t)).

算法10 N -智能体合作博弈PI算法.
输入:每个智能体选择一个初始的容许策略

u0i (t), ∀i ∈ IN ,迭代次数ι = 0, 1, . . .;
输出:V ∗

i (x(t)), u
∗
i (t).

策略评估:根据式(77)求解V ι
i (εi(t)), ∀i ∈ IN ,有

Hi(εi(t), u
ι
i(t), u

ι
−i(t),∇V ι

i (εi(t))) = 0. (80)

策略改进:利用式(78)更新N个智能体的策略

uι+1
i (t) = −(di + gi)R

−1
i BT

i ∇V ι
i (εi(t)). (81)

算法10给出了利用图博弈问题版本的PI算法求
解耦合的HJB方程 (79). Vamvoudakis等[45]对算法的

收敛性证明进行了详细阐述.此外,基于值函数逼近
技术,给出了算法10在线执行方案.但此在线学习算
法没有采用 IRL技术,导致实施时需要知道系统动力
学的完备信息.

注2 需要强调,耦合的HJB方程 (79)不一定有
一组解{V ∗

i (εi(t))},即使有解也不一定满足假设1.
但是在MAS 工程应用中,人们总是希望能够找到一
组分布式策略,这促使研究者提出Minmax策略[39].

定义5 在微分图博弈中,如果策略u∗i (·)满足

u∗i (·) = arg min
ui(·)

max
u−i(·)

Ji(εi(t), ui(·), u−i(·)), (82)
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则将其称作Minmax策略.
根据上述定义,要求修改性能函数 (76),使其能

够描述智能体与其邻居之间的零和博弈.因此,定义
如下新的智能体i的性能函数:

Ji(εi(0), ui(t), u−i(t)) =w ∞

0
εT
i (t)Qiεi(t) + uT

i (t)Riui(t)−∑
j∈Ni

aiju
T
j (t)Rijuj(t)dt, (83)

其中智能体 i期望最小化性能函数 (83),且假设其邻
居期望最大化式(83).相应的智能体i的值函数记为

Vi(εi(t)) =
w ∞

t
εT
i (t)Qiεi(t) + uT

i (t)Riui(t)−∑
j∈Ni

aiju
T
j (t)Rijuj(t)dt. (84)

与式(84)相关的Hamiltonian函数定义如下:

Hi(εi(t), ui(t), u−i(t),∇Vi(εi(t))) =

∇V T
i (εi(t))ε̇i(t) +

(
−

∑
j∈Ni

aiju
T
j (t)Rijuj(t)+

εT
i (t)Qiεi(t) + uT

i (t)Riui(t)
)
, (85)

其中 ε̇i(t)在式 (75)中给出.假设Vi(εi(t))具有二次型

形式,即Vi(εi(t)) = εT
i (t)Piεi(t),则可以得到最优控

制策略u∗i (t) = −(di + gi)R
−1
i BT

i P
∗
i εi(t),其中P ∗

i

满足如下解耦的HJB方程 (即博弈代数黎卡提方程
(game ARE, GARE)):

Qi + PiA+ATPi − (di + gi)PiBR
−1
i BTPi+

N∑
j=1

aijPiBR
−1
ij B

TPi = 0.

详细阐述可参见文献 [39],但此文献并没有给出ADP
方法求解GARE.由于该方程是解耦的,可以利用单
个系统求解H∞问题的 PI算法或者VI算法进行求
解[191],或者将GARE看作ARE利用单个系统求解
LQR问题的PI算法或者VI算法进行求解[34].
可以看到,问题1考虑的是同构的连续线性MAS

最优一致问题.对于离散MAS[41-42,46]和非线性MAS
有类似的结果[40,47-48].基于RL算法, Wang等[49]考虑

了多Euler-Lagrange系统无模型事件触发最优一致
性控制问题.首先,通过定义预补偿器构造增广系统,
以避免对系统动力学的依赖;其次,应用HJB方程推
导了无模型事件触发最优控制器.基于RL算法, Ji
等[50-51]考虑了具有未知动力学的MAS最优二部一
致性控制问题.具有输入约束或者状态约束的MAS
最优一致性控制问题也得到了大量研究[52-54].对于
异构MAS,一般考虑输出调节问题.

除以上考虑的有 (无)领导MAS一致性问题外,

在实际问题中,随着MAS的规模和复杂性的增加,系
统可能需要被划分为不同的子组,智能体的一致协议
也会随着不同子组中环境或任务的变化而不同.近
年来, MAS分组一致控制问题开始引起关注[222].分
组一致作为一致控制问题的扩展问题是指多智能系

统中智能体分组地实现状态一致性. MAS最优分组
一致是指智能体实现分组一致的同时能够最优化某

些性能指标. Li等[223]利用ADP和事件驱动机制解决
了二阶MAS最优分组一致问题. Peng等[224-225]研究

了具有合作竞争关系的未知MAS最优二分一致追
踪控制问题,并给出了无模型强化学习算法.现有的
基于ADP方法的研究成果绝大多数针对无限域近似
最优一致控制问题,然而在某些实际情况下,网络中
的智能体需要在有限时间内达成一致.基于此,有限
时间一致控制问题近年来受到广泛关注.有限时间
MAS最优一致控制问题是指设计控制协议使得智能
体在有限时间实现状态一致的同时最小化某些性能

指标. Zhang等[226]研究了具有状态时滞的未知MAS
有限时间最优一致控制问题,设计了离策略强化学习
算法求解最优策略.基于强化学习算法, Liu等[227]研

究了具有状态时滞的非线性MAS有限时间鲁棒事件
触发控制.此外,设计合适的一致协议以减少噪声对
系统性能的影响,并考虑均方一致问题在MAS一致
性研究中也引起了广泛关注[228-229],而基于ADP方法
的最优均方一致性控制问题的研究成果较为少见.
总体而言,利用ADP技术求解MAS一致性控制

问题的研究呈现出从解决一些特殊系统的最优一致

性控制问题到解决一般系统的最优 (分组)一致性控
制、有限时间MAS最优 (分组)一致性控制以及平均
一致性问题的研究历程.
3.3.2 ADP与多智能体系统最优输出调节问题

Gao等[60]考虑了如下异构MAS:

ẋi(t) = Aixi(t) +Biui(t) +Dix0(t), (86)

yi(t) = Cixi(t), (87)

ẋ0(t) = Sx0(t), (88)

y0(t) = Rx0(t), (89)

ei(t) = yi(t)− y0(t). (90)

其中:xi(t) ∈ Rni、ui(t) ∈ Rmi、yi(t) ∈ Rr分别为智

能体 i的状态、输入、输出;x0(t) ∈ Rn0、y0(t) ∈ Rr

分别为领导者系统的状态、输出;Ai、Bi、Di、Ci、S、R

为合适维数的系统矩阵; ei(t)为追踪误差.
问题2 考虑异构MAS (86)∼ (90),最优输出同

步问题的控制目标是设计一组分布式控制策略
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ui(t),使得MAS的输出达到同步,即ei(t) → 0, t →
+∞,∀i ∈ IN .
首先考虑如下静态控制器:

ui(t) = −Kixi(t) + Lix0(t), (91)

其中Ki、Li分别为反馈增益矩阵和前馈增益矩阵.定
义两个辅助变量 x̄i(t) = xi(t) − Πix0(t), ūi(t) =

ui(t)− Γix0(t),其中Πi、Γi为如下调节方程的解:

AiΠi +BiΓi +Di = ΠiS, (92)

CiΠi = R. (93)

因此,系统(86)∼ (90)变为

˙̄xi(t) = Aix̄i(t) +Biūi(t), (94)

ei(t) = Cix̄i(t). (95)

设计 ū∗i (t) = −K∗
i x̄i(t)为连续线性系统 (94)

LQR问题的最优控制器,根据前文介绍的LQR问
题可以由ADP方法解决,给出式 (91)中的控制增益
Ki = K∗

i , Li = Γi +K∗
iΠi.

关于输出调节方程 (92)和 (93), Chen等[207]给出

了基于系统辨识的求解方案, Odekunle等[208]给出了

部分未知系统利用数据驱动技术的求解方案, Cai
等[230]给出了自适应的求解方案.此外,有些文献不
求解输出调节方程.如Ali等[206]通过为前馈增益设

计自适应律实现追踪; Modares等[65]将MAS输出同
步问题转化为单个系统最优输出调节问题,最终归
结到求解ARE.通过前文介绍, ARE可以利用ADP
方法解决.注意到,在控制器 (91)中用到了x0(t),但
是在分布式控制架构中并不是每个智能体都能够

获得这一信息.因此一般的处理方案是为每个智能
体设计观测器用于估计x0(t),这样控制器 (91)变为
ui(t) = −Kixi(t) + Lix̂

i
0(t),其中 x̂i0(t)为智能体 i的

观测器状态.针对MAS输出调节问题设计静态控制
器,更详细的描述参见文献 [58,65].基于上述思路,研
究者们对各种具体的系统做了大量研究. Mu等[59]考

虑切换拓扑下异构MAS的最优无模型输出同步问
题,设计了完全不需要领导者动力学信息的观测器,
将多智能体系统输出同步问题转化为一对一的追踪

问题,并基于此设计了Q学习算法求解此类最优控

制问题. Wen等[62,64]分别研究了非线性连续和离散

MAS输出同步问题,其中系统具有严格反馈形式.基
于ADP方法, Wang等[61]解决了具有输入饱和的异构

MAS半全局次优输出调节问题.
关于系统 (86)∼ (90),基于内模原理,考虑如下动

态控制器:

ui(t) = −Kixi(t)−Hizi(t), (96)

zi(t) = Fizi(t) +Gie
i
y(t). (97)

其中:Ki、Hi为待设计的反馈增益矩阵;Fi、Gi为
待设计内模矩阵, eiy(t) =

∑
j∈Ni

aij(yi(t) − yj(t)) +

gi(yi(t) − y0(t)).反馈增益矩阵Ki和Hi的设计最后

归结为求解一类GARE,此方程可以由ADP方法解
决,详见文献[63].

注3 如果Di = 0, ∀ i ∈ IN ,则问题2转化为输
出同步问题.

Li等[231]针对符号有向图上存在对抗性输入的

异构MAS,研究了领导者-跟随者最优二部输出同步
问题.近年来研究人员开始关注最优分组输出一致
性、有限时间最优输出一致性以及最优均方输出一

致性问题.此外, ADP算法的鲁棒性以及动态拓扑和
事件驱动机制下MAS最优输出调节问题也值得进一
步研究.

3.3.3 ADP与多智能体系统H∞控制问题

Jiao等[66]考虑了包含N个跟随者和一个领导者

的MAS,给出智能体 i的动力学和领导者动力学如

下:

ẋi(t) = Axi(t) +Biui(t) +Divi(t), (98)

ẋ0(t) = Ax0(t). (99)

其中:xi(t) ∈ Rn、ui(t) ∈ Rmi、vi(t) ∈ Rqi、x0(t) ∈
Rn、A、Bi、Di分别为智能体 i的状态、控制输入、额

外扰动、领导者状态、系统矩阵.
智能体 i的局部一致性误差如式 (74)所示,其动

力学可以计算为

ε̇i(t) =

Aεi(t) + (di + gi)Biui(t)−
∑
j∈Ni

aijBjuj(t)+

(di + gi)Divi(t)−
∑
j∈Ni

aijDjvj(t). (100)

问题3 考虑MAS (98),H∞控制问题的控制目

标是设计一组分布式控制策略ui(t),使得:
1)当vi(t) = 0, ∀i ∈ IN时, MAS达到一致;
2)当vi(t) ̸= 0,∃i ∈ IN时,每个智能体满足如下

扰动衰减条件:w T

0
∥zi(t)∥2dt ⩽ γ2

w T

0
∥ωi(t)∥2dt+ β(δi(0)).

(101)

其中: γ为给定的参数,且有

∥zi(t)∥2 = εT
i (t)Qiiεi(t) + uT

i (t)Riiui(t)+
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j∈Ni

uT
j (t)Rijuj(t),

∥ωi(t)∥2 = vT
i (t)Tiivi(t) +

∑
j∈Ni

vT
j (t)Tijvj(t).

对每个智能体定义如下性能函数:

Ji(εi(0), ui(t), u−i(t), vi(t), v−i(t)) =

1

2

w ∞

0
εT
i (t)Qiiεi(t) + uT

i (t)Riiui(t)+∑
j∈Ni

uT
j (t)Rijuj(t)− γ2vT

i (t)Tiivi(t)−

γ2
∑
j∈Ni

vT
j (t)Tijvj(t)dt. (102)

相应的值函数定义为

Vi(εi(t)) =

1

2

w ∞

t
εT
i (τ)Qiiεi(τ) + uT

i (t)Riiui(τ)+∑
j∈Ni

uT
j (τ)Rijuj(τ)− γ2vT

i (τ)Tiivi(τ)−

− γ2
∑
j∈Ni

vT
j (τ)Tijvj(τ)dτ. (103)

问题3等价于求解如下零和博弈问题:

Vi(εi(0)) =

min
ui(t)

max
vi(t)

Ji(εi(0), ui(t), u−i(t), vi(t), v−i(t)).

求解上述博弈问题等价于求解一组耦合的HJB
方程,详细过程见文献 [66].该文献利用同策略技术
给出了多智能体PI算法,其缺点除了前面提到的有
偏之外还有假设扰动策略是迭代更新的 (这是不符
合实际的). Zhao等[67-69]基于事件触发技术研究了非

线性连续MASH∞控制问题.
3.3.4 ADP在无人集群系统最优控制研究中的应用

Zhao等[71]考虑如下遭受执行器故障的四旋翼

无人机系统:

Θ̈i(t) = − J−1
Θi (C(Θi(t), Θ̇i(t))Θ̇i(t))+

bτi(uτi(t)− ρ(t− tsi)u∆i(t)). (104)

其中: i ∈ IN ; Θi(t) ∈ R3为系统状态,具体表示为
四旋翼的欧拉角;uτi(t)为系统输入; ρ(t− tsi)为阶跃
函数; tsi为故障开始时间;u∆i(t)为执行器故障; JΘi、
bτi为系统参数;C(Θi(t), Θ̇i(t))为一个非线性函数.
令xi(t) = (ΘT

i (t), Θ̇
T
i (t)),则式(98)可以改写为

ẋi(t) =

fΘi(xi(t)) +Bτi(uτi(t)− ρ(t− tsi)u∆i(t)),

其中fΘi(xi(t))和Bτi分别为适当的非线性函数和常

矩阵.领导者系统为 ẋ0(t) = AΘ0x0(t),其中AΘ0和

x0(t)分别为领导者系统矩阵和状态.

通过设计观测器估计领导者状态,进一步,建立
如下增广系统:

Ẋi(t) = FΘi(Xi(t)) + B̄i(uτi(t)+

ρ(t− tsi)u∆i(t)) +Miεi(t). (105)

其中: ςi(t)为观测器状态,Xi(t) = (xT
i (t), ς

T
i (t))

T,

FΘi(Xi(t))=(fT
Θi(xi(t)), ς

T
i (t)A

T
Θ0)

T, B̄i=(BT
τi, 0)

T,

Mi = (0,−v)T, v为一个参数, εi(t) =
∑
j∈Ni

aij(ςi(t)−

ςj(t))+gi(ςi(t)−x0(t)).对于正常的没有遭受故障的
系统(105),建立如下最优控制问题.
寻找正常的控制律最小化如下性能函数:

Vi(Xi(0)) =w ∞

0
eT
Θi(t)QΘieΘi(t) + uT

τi(t)RΘiuτi(t)dt, (106)

其中 eΘi(t) = [I3, 03×3,−I3, 03×3]Xi(t).随后建立
鲁棒控制器.最优控制问题的解可以根据单个系统
ADP方法得到,详细介绍参见文献[71].
基于积分强化学习算法, He等[72]考虑了存在未

知环境干扰情况下的多机器人最小时间路径规划和

避碰问题.基于多智能体ADP技术, Liu等[232]研究了

人-多机器人协作优化控制问题. Tan[233]针对存在不

确定性的非完整约束移动多机器人系统,研究了在
运动学和动力学方面都具有干扰抑制的分布式跟踪

控制器设计问题.基于数据驱动强化学习算法, Zhao
等[73]讨论了具有虚拟领导者的异构四旋翼无人机

系统最优编队控制问题. Zhao等[74]重点研究了通信

链路故障和执行器故障下空地协调多异构车辆的编

队控制问题. Lin等[75-77]研究了遭受扰动的具有部分

未知动力学的异构MAS 鲁棒编队控制问题.基于强
化学习的离策略算法, Zhao等[78]研究了由无人机和

无人车组成的异构MAS鲁棒最优编队控制,其中四
旋翼无人机和无人驾驶地面车辆的位置以及航向的

参考信号仅通过它们自己与邻居的本地信息估计生

成.基于事件触发技术, Dou等[79]研究了多四旋翼无

人机分布式编队控制问题.
可以看出, ADP技术在UAV编队控制和姿态控

制、UGV编队控制以及USV最优路径规划等方面
已取得较多的研究成果.考虑到一些实际任务需要
USV、UAV 和UGV 跨域联合完成,将ADP技术应用
于求解跨域异构无人系统的最优协同控制问题将会

是一个研究热点.
3.3.5 IRL与多智能体系统逆最优控制问题
逆强化学习 (inverse reinforcement learning, IRL)

算法是由RL算法衍生出来的一种用于解决逆最优
控制 (inverse optimal control, IOC)问题 (也称作 IRL
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问题)的学习算法.最优控制问题的目标是寻找一个
针对已知的性能函数的最优控制律.然而,智能体的
性能目标在一些实际场景中是未知的.在这一背景
下, IOC问题被人们提出并受到广泛关注. IOC问题
是最优控制的逆问题,目标在于寻找一个稳定的和有
一定意义的性能函数,且针对这一性能函数智能体的
控制律是最优的.粗略来讲, IRL技术是一种试图通
过观察智能体的状态演化行为来重建其未知的性能

目标的技术.
近年来,一些学者围绕利用 IRL方法解决 IOC及

其相关问题做了一些探索.对于单个线 (非)性智能
体系统,一些研究人员基于 IRL方法分别考虑了追
踪控制、对抗性学徒博弈、非零和多人博弈等问

题[234-240].对于MAS,研究人员也做了一些研究与探
索.具体地, Donge等[241]考虑了MAS 图学徒博弈问
题. Neumeyer等[242]设计了一种新的 IRL算法来有效
地推断具有有界理性 (次优的)智能体的随机博弈中
的性能函数. Belfo等[243]针对离散时间非线性多智

能体系统,提出了一种鲁棒分布式 IOC框架,其中每
个智能体的动力学直接受到相邻智能体的状态和输

入以及其他干扰信号项的影响.

4 总结与展望

本文综述了RL和ADP算法在人工智能和系统
与控制领域的发展历程,着重介绍了其应用于从单个
智能体 (控制对象)序贯决策 (最优控制) 问题到MAS
序贯决策 (最优协调控制)问题的研究进展.从控制
中心与智能体、以及智能体之间信息交互模式的角

度对MARL算法进行了更为细致的分类与讨论.进
一步地,在简要介绍ADP算法的结构变化历程和其
从基于模型的离线规划到无模型的在线学习发展演

进的基础上,综述了ADP算法在MAS最优协调控制
问题中的研究进展.目前, RL和ADP算法的理论及
应用研究均呈现出蓬勃发展的趋势,一些新颖且有效
的算法如雨后春笋般涌现.需要特别指出的是,囿于
作者水平有限且论文篇幅限制,一些关于RL和ADP
算法理论及其应用研究方面的优秀研究工作未能涵

盖在本综述中.最后,根据对当前研究现状的分析以
及存在问题的思考,给出关于MARL算法研究和利
用ADP算法解决MAS协调控制问题研究中的一些
未来研究方向.

4.1 MARL算法研究中的若干未来研究方向

1)集中式学习算法的“维数灾难”问题.集中式
学习算法利用所有智能体的观测、动作以及收益信

息,训练智能体最优的动作策略,具有收敛速度快、稳

定性高等优点.然而,随着智能体个数增加,环境状态
空间和动作空间呈指数级增加,强化学习算法计算量
以及收敛时间均将快速上升,因此难以应用于大规模
多智能体强化学习任务.在完全信息场景下,如何高
效地整合共享信息并从中提取有效信息,降低通讯以
及计算要求仍有待进一步研究.

2)分散式算法的非平稳性挑战.分散式学习算
法可以控制单个智能体强化学习问题规模,只需根据
局部观测信息及奖励信息即可更新本地值函数或策

略网络参数,应用较为简便且算法实现具有较大灵活
性.然而,由于忽略了环境中同时进行策略学习的其
他智能体,本地智能体强化学习过程中环境平稳性假
设遭到破坏,学习过程的稳定性和强化学习算法的收
敛性难以分析和保证.因此,在无法进行通信的场景
下,如何改进分散式算法以更好地克服非平稳性挑战
仍有待进一步研究.

3)分布式算法的设计与应用问题.分布式强化
学习算法综合了集中式算法和分散式算法的优势,利
用智能体间的通讯获得更多全局状态和动作信息,进
而降低了环境非平稳性影响,提高学习过程的稳定性
和收敛性.然而,不同的通讯策略以及通讯模式对强
化学习算法的稳定性和收敛性具有较大影响.同时,
通讯过程中的干扰、噪声、时滞等不确定性也会影

响学习算法的收敛性和最优策略网络性能.针对完
全分布式算法,如何设计合理高效的通讯策略,以及
在通信受限场景下分析分布式学习算法性能仍有待

进一步研究.
4)博弈强化学习算法的可扩展性问题.目前大

多数多智能体强化学习算法主要关注完全合作式应

用场景.然而许多实际应用领域中,如智能电网、智能
交通网络等,多智能体间具有合作、竞争、混合博弈等
多种交互影响关系,此时现有的集中式、分散式或分
布式多智能体强化学习算法普遍具有计算复杂度高、

可扩展性差、算法设计复杂等缺陷.如何基于分布式
学习思想,设计更加高效、稳定以及具有普适性的博
弈强化学习算法是需要进一步研究的方向.

5) MARL算法应用于实际场景中的一些挑战问
题.虽然近年来多智能体强化学习算法及相关理论
得到快速发展,大量经典算法、框架不断涌现,但大
多数结果是通过仿真实验对算法有效性进行验证

的.已有不少研究表明,将强化学习算法从仿真环境
应用到实际环境过程中,存在仿真到实际隔阂 (Sim-
to-real gap).因此,算法设计过程中尽可能考虑实际
应用场景中面临的多种非理想因素并融合一些在线
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学习技术将是未来值得研究的课题.此外,如何有效
地解决实际场景中的强耦合约束、部分可观测问题、

通信不稳定、稀疏奖励、恶意攻击等问题亦是值得进

一步研究的课题.

4.2 ADP算法在解决MAS最优协调控制问题研究
中的一些未来研究方向

1)有限时间 ADP算法的设计与分析及其在
MAS最优协调控制问题中的应用,如有限时间最优
一致追踪、平均一致问题以及有限时间分组一致问

题等.大部分已有的ADP算法基于传统最优控制理
论设计满足闭环系统稳定性和性能指标最优性的反

馈控制律,基于学习出的控制律,闭环系统一般只能
实现渐近稳定.然而,许多实际应用任务中,如卫星姿
态调节、火控系统瞄准等,闭环系统需在有限时间内
达到指定性能指标.因此,有限时间ADP算法设计与
分析是值得进一步研究及发展的方向.

2)基于输出反馈的ADP算法的设计与分析及其
在MAS最优协调控制问题中的应用,如状态不可测
量情况下的最优控制问题等.目前大多数基于ADP
算法的MAS最优协调控制器均依赖于状态反馈.然
而,由于智能体感知能力受限或者成本约束,全状态
信息一般难以实时获得.基于输入信息的ADP算法
可以降低智能体对于感知能力的要求,进一步可降低
传感器成本,扩大智能体应用范围.因此,研究基于输
入反馈的ADP算法是拓展当前状态反馈成果,完善
ADP相关理论的另一重要研究方向.

3)利用ADP算法解决存在输入或状态约束的
MAS最优协调控制问题,如有约束的MAS最优一致
性控制问题、输出调节问题等.现有ADP算法大多只
考虑系统动力学约束下的最优性能指标控制问题,对
于存在系统执行器饱和约束以及系统状态约束情形

还没有形成系统性的算法设计及分析理论.考虑到
实际控制对象执行机构一般具有饱和约束特性,同时
系统运动过程中由于安全性等因素可能存在状态约

束,设计ADP算法解决存在执行器机构饱和约束以
及状态约束的MAS最优协同控制问题是一个值得研
究的问题.

4)设计具有一定安全性能保证的ADP算法,如
恶意攻击下ADP算法的收敛性等.随着网络化控制
的发展,传统ADP算法可能基于无线通讯网络进行
部署实施.通讯网络的引入一方面增加了控制系统
的灵活性和开放性,另一方面也使得闭环网络化多智
能体系统存在被攻击的可能[244],增加了控制算法执
行过程中对于网络攻击的脆弱性.网络攻击环境下,

可能存在的恶意破坏包括攻击者恶意篡改甚至操纵

系统信号、发动传感器/执行器网络协同攻击等.因
此,分析网络攻击对ADP算法的定性和定量影响,并
在此基础上设计具有安全性能保证的ADP算法是非
常必要的.

5)利用ADP算法解决工程领域MAS系统的最
优调控控制问题,如无人机-无人艇跨域集群系统最
优协调控制、无人机-无人车跨域集群系统最优协调
控制、无人机最优编队控制、多机器人系统最优协

调控制等.近年来,多类ADP算法已被广泛提出和采
纳,并在仿真实验中展现出较好的学习控制效果.然
而,与多智能体强化学习算法面临的挑战一致, ADP
算法在实际控制系统中的应用仍需要进一步研究和

验证.
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